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Аннотация 

Представлен сравнительный анализ нескольких способов распознавания тест-объектов 
на тепловизионном изображении при настройке и проверке характеристик тепловизионных 
каналов в автоматизированном режиме. Рассмотрены способы распознавания изображений 
на основе корреляционного сопоставления изображений, на основе метода Виолы–Джонса, 
на основе классифицирующей сверточной нейронной сети LeNet, на основе классифициру-
ющей сверточной нейронной сети GoogleNet (Inception v. 1), на основе детектирующей 
сверточной нейронной сети глубокого обучения типа Single Shot Multibox Detector (SSD) 
VGG16. Самое высокое значение функционала качества получено с использованием детек-
тирующей сверточной нейронной сети глубокого обучения типа SSD VGG16. К основным 
достоинствам данного способа следует отнести инвариантность к изменению размеров тест-
объектов, высокие значения таких параметров, как точность и полнота, а также отсутствие 
необходимости применения дополнительных методов для локализации областей интереса. 
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Введение 

В задачах автоматизации технологических про-
цессов настройки и проверки характеристик теплови-
зионных приборов одним из основных является во-
прос обнаружения и распознавания тест-объектов на 
тепловизионном изображении без участия оператора. 

При выполнении работ по настройке тепловизи-
онных приборов и проведении проверок характери-
стик тепловизионных приборов в автоматизирован-
ном режиме, когда без участия оператора происходит 
распознавание тест-объектов, вычисление координат 
положения тест-объекта на тепловизионном изобра-
жении с субпиксельной точностью, вычисление зна-
чений требуемого параметра или характеристики 
тепловизионного прибора, оператор контролирует 
корректность результатов по полученным отчетам. 
От точности автоматического распознавания и полу-
чения координат положения тест-объектов на тепло-
визионном изображении зависит качество настройки, 
достоверность измеряемых параметров и характери-
стик тепловизионных приборов. 

Процесс выполнения проверок характеристик теп-
ловизионных каналов в автоматизированном режиме 
можно разделить на два основных этапа: распознава-
ние тест-объекта на тепловизионном изображении и 
измерение требуемой характеристики. 

В свою очередь, распознавание тест-объектов на 
тепловизионном изображении включает этап распо-
знавания и вычисления координат положения тест-
объекта с погрешностью в несколько пикселей и этап 
вычисления координат тест-объекта с субпиксельной 
точностью. Это обусловлено тем, что известные спо-
собы определения координат объектов с субпиксель-

ной точностью, оперируя дифференцированием зна-
чений яркости изображения и операциями преобразо-
ваний Фурье, требуют локализации обрабатываемой 
области на изображении. 

В данной статье представлен сравнительный ана-
лиз некоторых способов распознавания и вычисления 
координат положения тест-объектов на тепловизион-
ном изображении, применяемых на первом этапе рас-
познавания тест-объектов с погрешностью в несколь-
ко пикселей: способ на основе корреляционного со-
поставления изображений [1], способ на основе мето-
да Виолы–Джонса [2, 3], способ на основе классифи-
цирующей сверточной нейронной сети LeNet [4, 5], 
способ на основе классифицирующей сверточной 
нейронной сети GoogleNet (Inception v. 1) [6], способ 
на основе детектирующей сверточной нейронной се-
ти глубокого обучения типа Single Shot Multibox De-
tector (SSD) VGG16 [7]. 

1. Методика проведения экспериментов 
 и расчет функционала качества 

В качестве тестовых изображений сформирован 
основной набор данных из 400 кадров с изображени-
ями тест-объектов типа «четырехштриховая мира» 
различных угловых размеров. Часть кадров в основ-
ном наборе данных получена из видеопотоков, фор-
мируемых тепловизионными приборами второго по-
коления, серийно выпускаемыми АО «НПО ГИПО», 
часть кадров получена из имеющихся изображений 
путем выполнения аугментации в виде изменения яр-
кости и контраста, а также внесения в имеющиеся 
изображения искусственного шума с различными 
распределениями. 
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В каждом из 400 кадров основного набора данных с 
участием человека-оператора произведена разметка 
изображений тест-объектов (рис. 1). В процессе тести-
рования ответы алгоритмов представленных способов 
распознавания сравниваются с данной разметкой. 

 
Рис. 1. Пример разметки изображений тест-объектов 
в тепловизионном кадре, выполненной оператором 

Кроме того, в ходе выполнения сравнительного 
анализа для тестирования качества распознавания 
нейронных сетей также сформирована дополнитель-
ная выборка, состоящая из 200 кадров, в которой 
присутствуют тест-объекты с бо́льшими размерами 
по сравнению с основным набором данных, а именно 
с размерами порядка 100×100 пикселей. 

В данной работе по дополнительной выборке не 
выполнялось тестирование способа на основе корреля-
ционного сопоставления изображений при допущении, 
что качество распознавания данного способа при кор-
ректном подборе шаблона не зависит от геометриче-
ских размеров тест-объектов. На дополнительной вы-
борке способ на основе метода Виолы–Джонса прове-
рялся в составе с классифицирующими сверточными 
нейронными сетями LeNet и GoogleNet, качество рас-
познавания данного способа при этом было сопоста-
вимо с качеством, полученным данным способом на 
основном наборе данных, состоящем из 400 кадров. 

Качество распознавания тест-объектов с примене-
нием представленных способов оценивается по зна-
чению площади F под кривой precision/recall [8], вы-
числяемой по формуле (1):  
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где P (precision) – точность распознавания, вычисля-
емая по формуле (2); R (recall) – полнота распознава-
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где ∑ z1:k – сумма первых k элементов вектора z, яв-
ляющегося бинарным вектором, элемент zj которого 
является индикатором того, что ответу алгоритма с 
индексом j соответствует тест-объект, выделенный 
человеком-оператором, n – количество всех тест-
объектов, выделенных человеком-оператором. 

Для тестирования и настройки рассматриваемых 
способов распознавания выбран персональный ком-
пьютер c процессором Intel Core i7, с объемом опера-
тивной памяти 16 ГБ, жестким диском SSD-типа объ-
емом 240 ГБ и графическим ускорителем NVidia 
Quadro K5200. 

2. Способ, основанный на корреляционном 
сопоставлении изображений 

Корреляционное сопоставление изображений, ча-
сто называемое поиском по шаблону, позволяет ко-
личественно определить степень схожести отдельных 
участков изображения с шаблонным изображением 
данного объекта. 

В общем случае принцип работы данного способа 
заключается в поэлементном (попиксельном) сравне-
нии шаблонного изображения с некоторой областью 
изображения, совпадающей по размерам с шаблон-
ным изображением. Шаблонное изображение пере-
мещают по изображению, изменяя координаты срав-
ниваемой области изображения, вычисляют коэффи-
циент корреляции по формуле (4) [1], изменяют ко-
ординаты сравниваемой области изображения, снова 
вычисляют коэффициент корреляции и так далее до 
тех пор, пока не будет вычислен коэффициент корре-
ляции для каждого элемента (пикселя) изображения, 
на котором требуется найти объект. 
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где x = 0, 1, 2, …, M–1; y = 0, 1, 2, …, N–1; M – ширина 
изображения f ; N – высота изображения f ; t – ширина 
шаблонного изображения w; s – высота шаблонного 
изображения w; w   – среднее значение элементов 

шаблонного изображения, вычисляемое один раз; f  – 

среднее значение элементов изображения f в области, 

совпадающей с текущим положением w, суммирова-
ние ведется по всем парам координат, общим для f и w. 

Таким образом, формируется корреляционная 
карта, равная по размерам изображению, на котором 
требуется найти объект. Значения элементов данной 
карты равны значениям коэффициента корреляции 
 (x, y), вычисленным по формуле (4) в диапазоне зна-
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чений [–1; 1]. Чем ближе значение элемента  (x, y) к 
единице, тем ближе схожесть области изображения, 
на котором требуется найти объект, с шаблонным 
изображением. 

Проведены эксперименты по определению каче-
ства распознавания тест-объектов с использованием 
шаблонных изображений, соответствующих размерам 
тест-объектов из набора кадров (рис. 2а – в), и подо-
брано значение коэффициента корреляции: 

 (x, y) = 0,55, (5) 

при котором значение площади F под кривой 
precision / recall, вычисленное по формуле (1), прини-
мает максимальное значение: 

Fшаблон = 0,733219. (6) 

При этом значения точности P и полноты R получи-
лись равными: 

Pшаблон = 0,963843; (7) 
Rшаблон = 0,765574. (8) 

а)   б)   в)  
Рис. 2. Пример шаблонных изображений, 

соответствующих размерам тест-объектов из тестового 
набора кадров в увеличенном масштабе отображения 

Кривая precision / recall для данного способа пред-
ставлена на рис. 12 (см. кривую «Поиск по шаблону»). 

К достоинствам данного способа следует отнести 
высокую точность и полноту распознавания, ста-
бильность распознавания при незначительных изме-
нениях яркости изображений. К недостаткам – чув-
ствительность способа к внесению в изображения ка-
ких-либо изменений, например, шума с различным 
распределением, добавление которого в исходные 
изображения приводит к резкому ухудшению каче-
ства распознавания. 

Также следует отметить, что при расположении 
тест-объектов вблизи края изображения в случае, ко-
гда часть тест-объектов выходит за пределы поля 
зрения, данный способ выдает ложные положитель-
ные ответы при наличии близких по размеру шаблон-
ных изображений. 

На рис. 3 представлена центральная часть кадра с 
изображением четырех тест-объектов различных уг-
ловых размеров, распознанных верно с применением 
шаблонных изображений, представленных на рис. 2. 

На рис. 4 показан пример работы данного способа, 
на котором приведена часть кадра, соответствующая 
правому краю поля зрения, с изображением двух 
тест-объектов различных угловых размеров, где ниж-
ний тест-объект распознан верно, а верхний тест-
объект распознан два раза при определении уровня 
корреляции по параметру γ (x, y) = 0,55 с двумя шаб-
лонными изображениями, близкими по угловым раз-

мерам, что приводит к необходимости применения 
дополнительных проверок для определения конкрет-
ного типа тест-объекта. 

 
Рис. 3. Пример центральной части кадра с изображением 
четырех тест-объектов различных угловых размеров, 
распознанных верно с использованием шаблонных 

изображений 

 
Рис. 4. Пример правой части кадра с изображением двух 
тест-объектов различных угловых размеров, где верхний 

тест-объект распознан дважды 

Кроме того, для получения необходимых резуль-
татов с применением данного способа в конкретных 
условиях эксплуатации определенного типа теплови-
зионных приборов в заданном поле зрения в режиме 
внешнего воздействия заданных значений температур 
необходимо использовать отдельное шаблонное 
изображение, что ведет к необходимости хранения 
достаточно большого количества шаблонных изоб-
ражений, а также создает дополнительные сложности 
сопровождения программного обеспечения в услови-
ях его эксплуатации при возникновении необходимо-
сти проверки нового типа тепловизионных приборов, 
а также при необходимости изменения условий про-
ведения испытаний. 

3. Способ, основанный на применении 
 метода Виолы–Джонса 

Данный способ был разработан и представлен в 
2001 году Полом Виолой и Майклом Джонсом и хо-
рошо зарекомендовал себя в области распознавания 
лиц на изображениях [2, 3]. В основе метода Виолы–
Джонса лежат такие ключевые моменты, как инте-
гральное представление изображения, признаки 
Хаара, бустинг [9, 10], каскад классификаторов. 

Применение способа состоит из двух этапов – эта-
па обучения (построения каскада классификаторов) и 
этапа распознавания. Для обучения и тестирования 
данного способа подготавливают две выборки изоб-
ражений: положительную с изображениями объектов, 
которые необходимо распознать, и отрицательную, 
состоящую из изображений без объектов, которые 
необходимо распознать. 

С целью проведения экспериментов по определе-
нию качества распознавания тест-объектов на тепло-
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визионных изображениях с использованием способа, 
основанного на применении метода Виолы–Джонса, 
подготовлена положительная выборка, содержащая 
2000 изображений тест-объектов в различных мас-
штабах с различным уровнем контраста (рис. 5), а 
также отрицательная выборка, содержащая 4500 
изображений, на которых тест-объекты отсутствуют 
(рис. 6). 

     

     

     

     
Рис. 5. Примеры изображений из положительной выборки, 
используемой при обучении классификатора на основе 

метода Виолы–Джонса 

      

      
Рис. 6. Примеры изображений из отрицательной выборки, 
используемой при обучении классификатора на основе 

метода Виолы–Джонса 

Этап обучения на персональном компьютере c 
процессором Intel Core i7 и объемом оперативной па-
мяти 16 ГБ занял 160 часов. 

С использованием данного способа проведены 
эксперименты по определению качества распознава-
ния тест-объектов, в результате которых каскад клас-
сификаторов настроен на получение максимального 
значения площади F под кривой precision/recall, рас-
считываемого по формуле (1), при этом: 

FВиола-Джонс = 0,567923. (9) 

Значения точности P и полноты R получились 
равными: 

PВиола-Джонс = 0,815299; (10) 
RВиола-Джонс = 0,716393. (11) 

Кривая precision / recall, полученная при данных 
значениях, представлена на рис. 12 (см. кривую «Ви-
ола–Джонс»). 

Пример работы обученного каскада классифика-
торов на этапе распознавания тест-объектов пред-
ставлен на рис. 7. 

К достоинствам данного способа следует отнести 
инвариантность к изменению размера изображений 
тест-объектов, то есть для распознавания тест-
объектов различных размеров используется один и 

тот же классификатор без подстройки каких-либо па-
раметров (рис. 7). 

 
Рис. 7. Пример кадра с изображением четырех тест-

объектов различных угловых размеров, распознанных верно 
с использованием метода Виолы–Джонса 

Так же, как и первый способ распознавания, осно-
ванный на корреляционном сопоставлении, данный 
способ показывает хорошую стабильность распозна-
вания при незначительных изменениях яркости изоб-
ражений, на которых требуется найти объект. 

К недостаткам данного способа следует отнести то, 
что при настройке параметров каскада классификато-
ров на получение максимального значения площади 
под кривой precision / recall: FВиола-Джонс = 0,567923, по-
лучаются недостаточно высокие значения точности и 
полноты распознавания: P = 0,815299; R = 0,716393 
соответственно. По сравнению со способом, основан-
ным на корреляционном сопоставлении, данный спо-
соб уступает в качестве распознавания (рис. 12). 

Однако способ, основанный на применении мето-
да Виолы–Джонса, можно настроить, чтобы при 
незначительном уменьшении значения площади под 
кривой precision / recall получить высокие значения 
полноты R (рис. 12 кривая «Виола–Джонс Макс. R»), 
что является предпосылкой для использования 
данного способа с целью предварительного отбора 
областей интереса совместно с другими типами 
классификаторов, например, классифицирующими 
нейронными сетями глубокого обучения. 

4. Способ, основанный на применении сверточной 
нейронной сети LeNet 

Сверточная нейронная сеть LeNet (полное назва-
ние LeNet-5) представлена Яном Лекуном в 1998 го-
ду [4, 5]. Данная сеть разработана для распознавания 
рукописных цифр из базы данных MNIST [11]. Прин-
цип построения большинства современных сверточ-
ных нейронных сетей глубокого обучения основан на 
использовании тех же блоков, что и сеть LeNet-5, так 
что эту сеть можно считать одной из первых опубли-
кованных сверточных нейронных сетей глубокого 
обучения. 

С целью проведения экспериментов по определе-
нию качества распознавания тест-объектов на теплови-
зионных изображениях использована сверточная 
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нейронная сеть LeNet, входящая в состав пакета 
фреймворка Caffe [12]. Для обучения сети использова-
на выборка, представленная в параграфе 3, содержа-
щая 2000 изображений класса «тест-объект» (рис. 5), а 
также 4500 изображений класса «не тест-объект» 
(рис. 6). Все изображения преобразованы к размеру 
28×28 пикселей. До момента начала обучения сети из 
выборки было взято по 500 изображений каждого 
класса, которые предназначались исключительно для 
тестирования сети. В процессе обучения сети пройде-
но 200 эпох, сеть обучена для распознавания двух 
классов изображений: «тест-объект» и «не тест-
объект». 

Оценка качества распознавания сверточной 
нейронной сетью LeNet выполнена по следующей 
схеме: для выделения областей интереса выбран спо-
соб на основе метода Виолы–Джонса, выделенные 
области преобразовывались к размеру 28×28 пиксе-
лей и подавались на вход сверточной нейронной сети 
LeNet. Сверточная нейронная сеть LeNet выдавала 
значение вероятности отношения классифицируемого 
изображения к классу «тест-объект» в диапазоне зна-
чений [0; 1]. 

Параметры метода Виолы–Джонса, а также поро-
говое значение вероятности отношения классифициру-
емого изображения нейронной сетью LeNet к классу 
«тест-объект» были настроены на получение макси-
мального результирующего функционала качества. 
При этом значение площади F под кривой preci-
sion / recall метода Виолы–Джонса получилось равным: 

FВиола-Джонс = 0,50832 , (12) 

значения точности P и полноты R метода Виолы–
Джонса равны: 

PВиола-Джонс = 0,603571; (13) 

RВиола-Джонс = 0,831967 , (14) 

а пороговое значение вероятности отношения клас-
сифицируемого изображения нейронной сетью LeNet 
к классу «тест-объект» равно значению 0,98. 

Кривая precision / recall, полученная в результате 
экспериментов, показана на рис. 12 (кривая «Виола-
Джонс + LeNet»). 

По формуле (1) рассчитано значение площади F 
под кривой precision/recall: 

FВиола-Джонс = 0,586555. (15) 

Значения точности P и полноты R получились 
равными: 

PВиола-Джонс+LeNet = 0,90401; (16) 

RВиола-Джонс+LeNet = 0,610656. (17) 

К достоинствам данного способа следует отнести 
инвариантность к изменению размера тест-объектов 
(рис. 8). Данный способ показывает достаточно высо-
кую точность распознавания при незначительных из-
менениях яркости изображений, на которых требует-
ся найти объект, однако полнота распознавания при 
этом уменьшается (рис. 9). Также к достоинствам 
данной сети следует отнести высокую скорость 
распознавания, которая с использованием графиче-

ского ускорителя NVidia Quadro K5200 составляет 
порядка десятка миллисекунд на один объект. 

К недостаткам данного способа следует отнести 
невысокое значение площади под кривой preci-
sion/recall: FВиола-Джонс+LeNet = 0,586555. 

 
Рис. 8. Пример центральной части кадра с изображением 
четырех тест-объектов различных угловых размеров, 
распознанных верно с использованием сверточной 

нейронной сети LeNet 

 
Рис. 9. Пример центральной части кадра с изображением 
четырех тест-объектов различных угловых размеров, два 

из которых распознаны верно, а два не распознаны, 
в качестве классификатора применена сверточная 

нейронная сеть LeNet 

5. Способ, основанный на применении сверточной 
нейронной сети GoogLeNet 

Сверточная нейронная сеть GoogLeNet [6] побе-
дила в соревновании ImageNet Large-Scale Visual 
Recognition Challenge 2014 (ILSVRC14) в 2014-м году 
с результатом 6,67 % top 5 error. К отличительным 
особенностям данной сети следует отнести достаточ-
но небольшой размер модели, высокую скорость вы-
числений при хорошем качестве распознавания. 

С целью проведения экспериментов по определе-
нию качества распознавания тест-объектов на тепло-
визионных изображениях использована сверточная 
нейронная сеть GoogLeNet (Inception v.1), входящая в 
состав пакета фреймворка Caffe [12]. Для обучения 
сети использована выборка, представленная в пара-
графе 3, содержащая 2000 изображений класса «тест-
объект» (рис. 5), а также 4500 изображений класса 
«не тест-объект» (рис. 6). Все изображения преобра-
зованы к размеру 224×224 пикселей. До момента 
начала обучения сети из выборки было взято по 500 
изображений каждого класса, которые предназнача-
лись исключительно для тестирования сети. В про-
цессе обучения сети пройдено 200 эпох, сеть обучена 
для распознавания двух классов изображений: «тест-
объект» и «не тест-объект». 
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Оценка качества распознавания сверточной 
нейронной сетью GoogLeNet выполнена по следую-
щей схеме: для выделения областей интереса выбран 
способ на основе метода Виолы–Джонса, выделенные 
области преобразовывались к размеру 224×224 пик-
селей и подавались на вход сверточной нейронной 
сети GoogLeNet. Сверточная нейронная сеть 
GoogLeNet выдавала значение вероятности отноше-
ния классифицируемого изображения к классу «тест-
объект» в диапазоне значений [0; 1]. 

Параметры метода Виолы–Джонса, а также поро-
говое значение вероятности отношения классифициру-
емого изображения нейронной сетью GoogLeNet к 
классу «тест-объект» были настроены на получение 
максимального результирующего функционала каче-
ства. При этом значение площади F под кривой preci-
sion / recall метода Виолы–Джонса получилось равным: 

FВиола-Джонс = 0,50832, (18) 

значения точности P и полноты R метода Виолы –
Джонса равны: 

PВиола-Джонс = 0,603571; (19) 
RВиола-Джонс = 0,831967 , (20) 

а пороговое значение вероятности отношения клас-
сифицируемого изображения нейронной сетью 
GoogLeNet к классу «тест-объект» равно значению 
0,999. 

Кривая precision / recall, полученная в результате 
экспериментов, показана на рис. 12 (кривая «Виола–
Джонс + GoogLeNet»). 

По формуле (1) рассчитано значение площади F 
под кривой precision / recall: 

FВиола-Джонс+GoogLeNet = 0,501443. (21) 

Значения точности P и полноты R получились 
равными: 

PВиола-Джонс+GoogLeNet  = 0,788462; (22) 

RВиола-Джонс+GoogLeNet  = 0,638525. (23) 

Следует отметить, что применение сверточной 
нейронной сети GoogLeNet повышает точность P распо-
знавания способа на основе метода Виолы-Джонса 
(рис. 12 кривая «Виола-Джонс + GoogLeNet»). Однако 
значение площади F под кривой precision / recall с при-
менением сети GoogLeNet остается примерно таким же, 
как и при использовании способа на основе метода Ви-
олы–Джонса без применения дополнительных класси-
фикаторов (рис. 12 кривая «Виола–Джонс Макс. R»), так 
как значение полноты R распознавания с добавлением 
сети GoogLeNet уменьшается (рис. 12 кривая «Виола–
Джонс + GoogLeNet»). 

Кроме того, по результатам проведенных экспери-
ментов значение площади F (15) под кривой preci-
sion / recall с использованием сверточной нейронной 
сети LeNet оказалось выше, чем значение площади 
F (21) под кривой precision / recall с использованием 
сверточной нейронной сети GoogLeNet. В данной си-
туации напрашивается вывод о том, что более простая 
по своей структуре сверточная нейронная сеть LeNet 
показывает лучшие результаты по сравнению с более 

глубокой сверточной нейронной сетью GoogLeNet. 
Однако при подробном покадровом рассмотрении ре-
зультатов работы сверточной нейронной сети Goog-
LeNet было обнаружено, что данная сеть способна 
распознавать даже такие тест-объекты, которые ча-
стично выходят за края изображения, в подобных си-
туациях сетью LeNet тест-объекты не распознаются. 

Кроме того, после проверки обеих сверточных 
нейронных сетей по качеству распознавания на до-
полнительной выборке, состоящей из двухсот изоб-
ражений, в которой присутствовали тест-объекты с 
бо́льшими размерами, чем в исходной выборке, а 
именно порядка 100×100 пикселей, сверточная 
нейронная сеть GoogLeNet (рис. 10а) показала луч-
шие результаты по сравнению со сверточной нейрон-
ной сетью LeNet (рис. 10б) за счет меньшего количе-
ства ложных срабатываний и, соответственно, более 
высокого значения точности P (табл. 1). 

Табл. 1. Результаты проведенных экспериментов, 
полученные на дополнительной выборке 
 для нейронных сетей LeNet и GoogLeNet 

Параметр 
Знач., 

отн. ед. 
Параметр 

Знач., 
отн. ед. 

PВиола-Джонс+GoogLeNet 0,80 PВиола-Джонс+LeNet 0,759 
RВиола-Джонс+GoogLeNet 0,82 RВиола-Джонс+LeNet 0,817 
FВиола-Джонс+GoogLeNet 0,67 FВиола-Джонс+LeNet 0,600 

а)   б)  
Рис. 10. Пример изображения части кадра, 

соответствующей левому краю поля зрения: выделенные 
области классифицированы сетью GoogLeNet как  

тест-объекты (а), выделенные области  
классифицированы сетью LeNet как тест-объекты (б) 

К достоинствам способа на основе сверточной 
нейронной сети GoogLeNet следует отнести инвариант-
ность к изменению размера тест-объектов, хорошую 
точность распознавания при незначительных изменени-
ях яркости изображений, на которых требуется найти 
тест-объект, высокую скорость классификации, которая 
составляет порядка нескольких десятков миллисекунд 
на одну выделенную область с использованием графи-
ческого ускорителя NVidia Quadro K5200. 

Недостатком данного способа является невысокое 
значение площади под кривой precision/recall: 

FВиола-Джонс+GoogLeNet = 0,673788 – на дополнитель-
ной выборке.  
FВиола-Джонс+GoogLeNet = 0,501443 на основной выборке. 
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6. Способ, основанный на применении 
 сверточной нейронной сети глубокого обучения 

 типа Single Shot Multibox Detector  

Сверточные нейронные сети глубокого обучения 
типа Single Shot Multibox Detector (SSD) [7] исполь-
зуют в качестве детекторов каких-либо объектов на 
изображении. Сети данной конфигурации построены 
таким образом, что они способны самостоятельно 
выделять области интереса, а затем присваивать дан-
ным областям вероятности принадлежности к одному 
из известных сети классов. При использовании дан-
ных типов сетей нет необходимости использовать ме-
тоды предварительного выделения областей интере-
са. При обучении на вход сети подаются изображения 
заданного конфигурацией сети размера, например 
512×512 пикселей с разметкой в виде прямоугольных 
областей, в которых находятся объекты того или ино-
го класса. При детектировании на вход сети подаются 
изображения того же размера, что и при обучении, 
например 512×512 пикселей, сеть пропускает через 
себя данные изображения, применяя веса, получен-
ные при обучении, и на выходе формирует разметку 
кадров с вероятностями принадлежности к одному из 
известных сети классов. 

Для обучения данной сети была подготовлена вы-
борка из 8500 изображений размером 512×512 пиксе-
лей, с разметкой тест-объектов на каждом изображе-
нии в виде ограничивающих прямоугольников. Часть 
изображений выборки получена из видеопотоков, 
формируемых тепловизионными приборами, часть 
получена из имеющихся изображений путем выпол-
нения аугментации в виде изменения яркости и кон-
траста, изменения масштаба, зеркального горизон-
тального отображения, а также внесения в имеющие-
ся изображения искусственного шума с различными 
распределениями. 

В качестве начальных весов использовались веса 
предобученной модели сверточной нейронной сети 
VGG16 «models_VGGNet_VOC0712_SSD_512×512» 
типа SSD. Сеть обучалась на протяжении 50 эпох. 

На рис. 11 в качестве примера показан один из 
сложных случаев для распознавания тест-объектов в 
проводимых экспериментах, где сверточной нейрон-
ной сетью SSD не был распознан лишь правый верх-
ний тест-объект в центральной части кадра, однако 
следует отметить, что человеком-оператором данный 
тест-объект также трактуется как нераспознаваемый. 

По результатам экспериментов с использованием 
сверточной нейронной сети SSD, построена кривая 
precision / recall (рис. 12 кривая «SSD») и по формуле 
(1) рассчитано значение площади F под кривой preci-
sion / recall: 

FSSD = 0,781971. (24) 

При этом значения точности P и полноты R полу-
чились равными: 

PSSD = 0,993757; (25) 

RSSD = 0,783607. (26) 

На дополнительной выборке изображений, состо-
ящей из 200 изображений, в которой присутствовали 
тест-объекты бо́льших размеров по сравнению с ос-
новной выборкой, порядка 100×100 пикселей, свер-
точная нейронная сеть глубокого обучения SSD пока-
зала следующие результаты: 

FSSD = 0,959615. (27) 

При этом значение точности P и полноты R полу-
чились равными: 

PSSD = 1; (28) 
RSSD = 0,961538. (29) 

 
Рис. 11. Пример детектирования тест-объектов 

с использованием сети SSD 

К основным достоинствам способа распознавания 
на основе сверточной нейронной сети глубокого обу-
чения SSD следует отнести инвариантность к измене-
нию размеров тест-объектов, высокую точность рас-
познавания при незначительных изменениях яркости 
изображений, на которых требуется найти объект, а 
также высокое значение площади под кривой preci-
sion/recall: FSSD = 0,781971 – на основной выборке, 
FSSD = 0,959615 – на дополнительной выборке. К до-
стоинствам также следует отнести то, что в отличие 
от нейронных сетей LeNet и GoogleNet данный спо-
соб не требует применения дополнительных методов 
для локализации областей интереса. 

 
Рис. 12. График кривых precision/recall для рассмотренных 

способов по основной выборке изображений 
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К недостаткам способа следует отнести невысокую 
скорость распознавания, которая с использованием 
графического ускорителя NVidia Quadro K5200 
составляет несколько кадров в секунду, а также доста-
точно длительный процесс обучения сети. 

Выводы 

График кривых precision / recall для всех рассмот-
ренных выше способов на основном наборе данных 
представлен на рис. 12. 

В табл. 2 представлены значения точности, полно-
ты распознавания, а также площади под кривой preci-
sion / recall, полученные на основном наборе данных 
для всех рассмотренных выше способов распознава-
ния тест-объектов в порядке убывания значения пло-
щади под кривой precision / recall. В табл. 3 представ-
лены значения точности, полноты распознавания, а 
также площади под кривой precision / recall, получен-
ные на дополнительной выборке изображений для 
всех рассмотренных выше способов, кроме корреля-
ционного сопоставления, в порядке убывания значе-
ния площади под кривой precision / recall. 

Табл. 2. Результаты проведенных экспериментов, 
полученные на основном наборе данных 

Способ 
распознавания 

Точность 
P, 

отн. ед. 

Полнота 
R, 

отн. ед. 

Площадь 
под кривой 

Preci-
sion / recall 
F, отн. ед. 

SSD 0,993757 0,783607 0,781971 
Корреляцион-
ное сопостав-
ление 

0,963843 0,765574 0,733219 

Виола–Джонс 
+ Lenet 0,904010 0,610656 0,586555 

Виола–Джонс  0,815126 0,715574 0,508320 
Виола–Джонс 
+ GoogLeNet 0,788462 0,638525 0,501443 

Среди рассмотренных способов распознавания 
тест-объектов наибольшее значение площади под 
кривой precision / recall F = 0,781971 на основном 
наборе данных получено при использовании способа 
на основе сверточной нейронной сети глубокого обу-
чения SSD, при этом способ на основе корреляцион-
ного сопоставления изображений позволил получить 
близкое значение площади под кривой preci-
sion / recall F = 0,733219, однако применение способа 
на основе корреляционного сопоставления изображе-
ний в реальных условиях эксплуатации приводит к 
необходимости хранения достаточно большого коли-
чества шаблонных изображений, а также к необходи-
мости добавления новых шаблонных изображений в 
случае проведения проверки нового типа тепловизи-
онных каналов. Кроме того, способ на основе корре-
ляционного сопоставления изображений крайне не-
устойчив к шумам на изображении, что говорит о не-
достаточной универсальности данного способа. 

Способ на основе сверточной нейронной сети глу-
бокого обучения SSD позволил получить высокие 
значения точности распознавания РSSD = 0,993757, 

полноты распознавания RSSD = 0,783607 на основной 
выборке изображений, а также значение точности 
распознавания РSSD = 1 и значение полноты распозна-
вания RSSD = 0,961538 на дополнительной выборке 
изображений. При анализе результатов распознава-
ния тест-объектов с использованием данного способа 
видно, что тест-объекты, которые не были распозна-
ны нейронной сетью, человеком-оператором также не 
распознаются. 

Табл. 3. Результаты проведенных экспериментов, 
полученные на дополнительной выборке 

Способ 
распознавания 

Точность 
P, 

отн. ед. 

Полнота 
R, 

отн. ед. 

Площадь под 
кривой 

precision/recall 
F, отн. ед. 

SSD 1 0,961538 0,959615 
Виола–Джонс  + 
GoogLeNet 0,80 0,82 0,673788 

Виола–Джонс + 
Lenet 0,759 0,817 0,60 

Применение способа на основе сверточной 
нейронной сети глубокого обучения SSD с целью вы-
числения координат положения тест-объектов на теп-
ловизионном изображении на первом этапе распозна-
вания с погрешностью в несколько пикселей позво-
лит выполнять работы по настройке и проведению 
проверок характеристик тепловизионных каналов в 
таком режиме, когда весь процесс выполнения изме-
рительных операций проводится без непосредствен-
ного участия человека-оператора. 
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Abstract 

The paper presents a comparative analysis of several methods for recognition of test-object po-
sition in a thermal image when setting and testing characteristics of thermal image channels in an 
automated mode. We consider methods of image recognition based on the correlation image com-
parison, Viola-Jones method, LeNet classificatory convolutional neural network, GoogleNet (In-
ception v.1) classificatory convolutional neural network, and a deep-learning-based convolutional 
neural network of Single-Shot Multibox Detector (SSD) VGG16 type. The best performance is 
reached via using the deep-learning-based convolutional neural network of the VGG16-type. The 
main advantages of this method include robustness to variations in the test object size; high values 
of accuracy and recall parameters; and doing without additional methods for RoI (region of inter-
est) localization. 
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