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Аннотация 

Работа посвящена исследованию эффективности методов контролируемой спектраль-
ной и спектрально-пространственной классификации гиперспектральных данных. В част-
ности, на примере различения типов растительности рассмотрены методы минимального 
расстояния, опорных векторов, Махаланобиса, максимального правдоподобия. Значи-
тельное внимание уделено изучению зависимости точности классификации данных при 
применении перечисленных методов от количества и способа выбора спектральных при-
знаков. Продемонстрирована перспективность совместной обработки спектральных и про-
странственных признаков, учитывающей коррелированность близкорасположенных пиксе-
лей. Приведены экспериментальные результаты, полученные при различных способах 
формирования обучающих выборок. 
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Введение 

В настоящее время развитие средств дистанцион-
ного зондирования Земли (ДЗЗ) характеризуется 
внедрением технологий гиперспектральной (ГС) 
съёмки в видимом, ближнем и коротковолновом ин-
фракрасных диапазонах [1]. При подобной съёмке 
формируется несколько десятков или даже сотен 
изображений в узких спектральных полосах. С учё-
том того, что спектры поглощения различных ве-
ществ и материалов уникальны, в совокупности они 
позволяют определять тип и состояние растительно-
сти и почвенного покрова, идентифицировать мате-
риал наблюдаемых объектов. В частности, разработа-
ны многочисленные подходы, реализующие анализ 
тонкой структуры спектров пикселей изображений и 
их классификацию путем сравнения со спектрами 
эталонных участков поверхности [2 – 5]. Но проблема 
заключается в том, что при анализе ГС изображений 
слабо различимых типов подстилающей поверхности 
классические попиксельные методы демонстрируют 
недостаточно высокую точность. Это обусловлено 
несколькими причинами. Во-первых, спектральный 
состав каждого пикселя является комбинацией спек-
тральных характеристик объектов, образующих этот 
пиксель [6, 7]. Во-вторых, различные участки по-
верхности оказываются в разных условиях. Одни 
освещены прямым солнечным излучением, другие 
находятся в тени и освещаются отражённым или рас-
сеянным светом [8]. Кроме того, они отличаются 
влажностью и ориентацией поверхности по отноше-
нию к источнику освещения и регистрирующей си-
стеме. Значительные искажения в результирующие 
спектры также вносит переотражение между слоями, 
такими как вода/почва, растительность/почва и т.п. 

Это приводит к тому, что для широкого круга прак-
тических приложений спектральных признаков ока-
зывается недостаточно [9]. 

Повышение достоверности классификации может 
быть достигнуто при одновременном анализе спек-
тральных и пространственных признаков ГС изобра-
жений [10 – 14]. В частности, может быть применён 
подход, основанный на непосредственном использо-
вании для классификации каждого пикселя его бли-
жайшей окрестности [15]. В этом случае с учётом 
пространственной связности данных принимается 
допущение, что пиксель изображения зависит от сво-
его окружения, и каждый из соседей может рассмат-
риваться как гипотеза при его уточнении. Способы 
выбора наиболее достоверной из имеющихся гипотез 
рассматриваются различные [16 – 22]. В простейшем 
случае на этапе предварительной обработки может 
быть выполнена процедура сглаживания. 

Широкое распространение получили также мето-
ды, осуществляющие предварительную сегментацию 
изображения (деление его на области с близкими по 
параметрам пикселями) [23]. После этого класс каж-
дого сегмента определяется на основе усреднения 
спектральных характеристик его пикселей либо по-
средством выбора наиболее часто встречающегося в 
границах сегмента класса в картосхеме, сформиро-
ванной в результате попиксельной спектральной 
классификации [24]. Такой подход в последнее деся-
тилетие активно развивается и считается одним из 
наиболее перспективных для анализа данных ГС-
съёмки [25]. Его эффективность в значительной сте-
пени определяется корректностью выполнения про-
цедуры предварительной сегментации изображений, 
поэтому в ряде работ предлагаются и рассматривают-
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ся различные методы спектрально-пространственной 
классификации, отличающиеся в первую очередь ре-
ализацией этого этапа обработки [26]. 

Достоверную оценку эффективности предлагае-
мых методов классификации ГС-изображений можно 
получить лишь на основе сопоставления результатов 
обработки реальных данных ДЗЗ и карт наземных 
(подспутниковых) наблюдений. К сожалению, коли-
чества имеющихся в общем доступе крупноформат-
ных ГС изображений с соответствующими данными 
наземных наблюдений для верификации результатов 
классификации в настоящее время недостаточно, что 
является существенным сдерживающим фактором 
совершенствования перечисленных технологий. 

Данная работа посвящена исследованию эффек-
тивности методов спектральной и спектрально-про-
странственной классификации типов растительности 
по гиперспектральным данным при различном коли-
честве учитываемых спектральных признаков и спо-
собах формирования обучающих выборок. 

Исходные данные 

Исследование эффективности методов классифи-
кации данных ДЗЗ проводилось на примере обработки 
крупноформатного ГС изображения (рис. 1а), полу-
ченного в рамках программы AVIRIS (Airborne Visible 
Infrared Imaging Spectrometer) на опытном полигоне 
Indian Pines (штат Индиана, США). Его размер – 
614×2677 пикселей, разрешение – 20 м/пикс., число 
каналов – 220 в диапазоне 0,4 – 2,5 мкм, при этом 20 
каналов, содержащих высокий уровень шума, при про-
ведении исследований удалены из рассмотрения. 

а)   б)  
Рис. 1. Один из каналов обрабатываемого изображения (а) 

и карта классов по наземным данным (б) 

Данное изображение по сравнению с другими до-
ступными в сети отличается большим количеством 
классов поверхности. По результатам наземных 
наблюдений оно разбито на 58 классов, в частности, 15 

классов кукурузы и 18 сои, отличающихся способами 
их производства. Среди них имеются участки с раз-
личными методиками возделывания почвы: no-till – 
вспашка не производится, min-till – вспашка с приме-
нением малоразрушающих технологий, clear – обыч-
ная вспашка, а отдельные участки отличаются лишь 
направлением посева (север-юг или запад-восток). 
Часть территории не размечена и в работе не рассмат-
ривается. Общее количество пикселей в размеченной 
части изображения 334 245, из них 39 % – различные 
классы кукурузы, 27 % – сои, 19 % – лес. 15% пикселей 
относятся к прочим 24 классам. Отметим, что много-
численные небольшие особенности, визуально разли-
чимые на исходном ГС-изображении, не отмечены на 
карте наземных наблюдений. Кроме того, из-за ранней 
даты регистрации изображения (12 июня) области, от-
меченные на карте как кукуруза или соя, в действи-
тельности в значительной мере содержат участки го-
лой почвы и остатки прошлогодней растительности, а 
всходы составляют только малый процент покрытия. 
Т.е. карта в большей степени даёт классы использова-
ния земли, вместо того чтобы отражать классы покры-
вающей её растительности. Таким образом, не следует 
ожидать, что каждый пиксель определённой области 
будет отнесён к классу, с ней связанному. 

Можно также отметить значительную спектраль-
ную изменчивость отдельных культур на различных 
участках изображения. Так, классы кукурузы и сои 
имеют близкие спектральные характеристики, однако 
внутри каждой из этих зон наблюдается существенный 
разброс значений. Среднеквадратичное отклонение 
спектральных коэффициентов отражения в наиболее 
информативных диапазонах более чем на порядок пре-
вышает разброс средних значений для классов [27]. 

Спектральная классификация типов 
растительности по ГС-изображениям 

Получение и использование ГС-данных требует 
сложной регистрирующей аппаратуры, а также зна-
чительных затрат на передачу, обработку и хранение 
большого объёма поступающей информации. Поэто-
му оно принципиально оправдано только в тех зада-
чах, которые не могут быть решены другими сред-
ствами. Для сравнения возможностей различных ва-
риантов съёмки при классификации трудноразличи-
мых подклассов растительности из ГС-данных было 
синтезировано мультиспектральное изображение 
(усреднением по 6 спектральным диапазонам, соот-
ветствующим аппаратуре спутника Landsat 7 ETM+), 
которое классифицировалось наряду с исходным ГС 
изображением. 

При проведении исследований обучающие выбор-
ки (ОВ) формировались случайным образом из 25 % 
пикселей каждого класса мультиспектрального и ГС-
изображений. На их основе определялись границы 
между областями, соответствующими выбранным 
классам, в многомерном пространстве признаков (яр-
костей спектральных каналов). После этого различ-
ными методами осуществлялась классификация 
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изображений. Оценка их эффективности выполнялась 
по тестовой выборке (75 % пикселей, не включённых 
в ОВ), путём сопоставления полученных картосхем 
классов и данных наземных наблюдений. В качестве 
критерия использовалась так называемая результиру-
ющая точность классификации (overall accuracy), 
определяемая как выраженное в процентах отношение 
количества верно классифицированных пикселей к их 
общему количеству. При этом оценка точности выпол-
нялась как по всем, так и по основным классам (с объ-
единением подклассов сои и подклассов кукурузы). 

Классификация осуществлялось несколькими на-
иболее распространенными методами. Напомним их 
суть. 

Метод минимального расстояния (MinD) опреде-
ляет кластер, центр которого находится на мини-
мальном Евклидовом расстоянии от классифицируе-
мого пикселя в многомерном пространстве призна-
ков. Метод спектрального угла [28] (SAM (Spectral 
Angle Mapper)) определяет кластер, у которого угол 
между вектором, направленным к центру из начала 
координат, наиболее близок к углу вектора, направ-
ленного к классифицируемому пикселю. 

Метод опорных векторов (SVM) [29], в отличие от 
предыдущих, учитывает только ближайшие к разде-
ляющей границе пиксели и формирует её таким обра-
зом, чтобы максимально увеличить расстояние от 
границы до классифицируемого объекта в простран-
стве признаков (или максимально уменьшить количе-
ство пересечений классов, если невозможно постро-
ить разделяющую поверхность). 

Методы классификации по расстоянию Махала-
нобиса (MahD) и максимальному правдоподобию 
(ML) [30] основаны на определении плотности рас-
пределения пикселей обучающей выборки в выбран-
ной системе признаков. При этом в качестве меры 
близости используется расстояние от классифициру-
емого пикселя до центра кластера, нормированное на 
среднеквадратичное отклонение  функции распре-
деления класса вдоль сечения в данном направлении. 
Отсюда следует, что при равных расстояниях от клас-
сифицируемого пикселя до двух кластеров результат 
классификации определяется именно разбросом дан-
ных ОВ. Основное отличие этих методов состоит в 
том, что первый использует усреднённую по всем 
данным ковариационную матрицу, а второй – различ-
ные матрицы для каждого класса. 

Результаты классификации синтезированного и 
исходного изображений в формате: «точность по 
всем классам»/«точность по основным классам» при-
ведены в табл. 1. 

Табл. 1. Сравнение эффективности классификации 
мультиспектрального и ГС-изображений 

Тип 
изображения MinD SAM SVM MahD ML 

Мульти- 
спектральное 

17,6/ 
44,6 

23,4/ 
52,9 

43,5/ 
67,5 

19,9/ 
46,5 

28,9/ 
53,9 

Гипер- 
спектральное 

27,2/ 
53,7 

34,1/ 
56,8 

52,8/ 
76,2 

34,3/ 
60,3 

59,6/ 
76,6 

Показано, что независимо от применяемого мето-
да эффективность по гиперспектральным данным 
существенно выше, чем по мультиспектральным, 
причём лучшие результаты достигаются статистиче-
скими методами ML и SVM. 

Исследована зависимость точности классифика-
ции этими методами крупноформатного ГС-изобра-
жения от количества спектральных признаков. Их 
выбор осуществлялся регулярным прореживанием, а 
также методами главных компонент (PCA) и главных 
компонент с предварительной нормализацией шума 
(MNF) [31]. При этом с точки зрения перспективно-
сти практического применения для обучения исполь-
зовано не 25 % пикселей, выбранных случайным об-
разом из всего крупноформатного ГС-изображения 
(как в предыдущем случае), а его небольшой фраг-
мент размерностью 145×145. Для сохранения боль-
шого объема тестовой выборки в данном эксперимен-
те на предварительном этапе было выполнено объ-
единение подклассов кукурузы и сои, отличающихся 
только направлением посева. Таким образом, 15 клас-
сов кукурузы образовывали 3 класса, отличающиеся 
методом возделывания почвы (no-till, min-till, clear). 
Аналогично, 18 классов сои были сведены в 3 класса. 
Таким образом, из 58 классов был сформирован 31 
класс. На выбранном для обучения фрагменте при 
этом отсутствовали 15 классов, отнесённых к катего-
рии прочие. Участки изображения, относящиеся на 
крупноформатном изображении к этим классам, были 
исключены из рассмотрения. В результате классифи-
кация осуществлялась по 16 классам, 14 из которых 
относились к различным типам растительности. 

На рис. 2 представлены полученные зависимости. 

а)  

б)  
Рис. 2. Эффективность классификации ГС-изображения 
методами SVM (а) и ML(б) при различном количестве 

признаков, выбранных методами  
прореживания (1), PCA (2), MNF (3) 
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Видно, что при сокращении размерности про-
странства признаков наблюдается незначительное (на 
уровне единиц процентов) изменение точности клас-
сификации вплоть до 10 – 20 признаков, после чего 
эффективность обработки существенно уменьшается. 
При этом выбор признаков методом MNF оказывает-
ся предпочтительнее. 

Таким образом, при анализе изображений плохо-
различимых типов растительности (с близкими сред-
ними значениями для разделяемых классов и с высо-
ким внутриклассовым разбросом) целесообразно ис-
пользовать ГС-данные для выбора небольшого коли-
чества наиболее информативных признаков методом 
MNF с последующим применением методов стати-
стической классификации SVM и ML. 

Классификация типов подстилающей 
поверхности при совместном использовании 
спектральных и пространственных признаков 

При гиперспектральной съёмке поверхности Зем-
ли изображения большинства объектов оказываются 
неоднородными, несмотря то, что соседние пиксели с 
большой долей вероятности относятся к одному и 
тому же классу. По этой причине картосхемы, полу-
чаемые в результате попиксельной спектральной 
классификации, весьма раздроблены и содержат 
большое количество ложно классифицированных 
пикселей. Для решения данной проблемы, как уже 
отмечалось во введении, целесообразно применять 
совместный анализ спектральных и пространствен-
ных признаков. 

Исследована эффективность методов спектрально-
пространственной классификации, учитывающих при 
анализе пикселей ГС-изображений их локальные 
окрестности. Рассмотрены алгоритмы, основанные 
как на предварительном пространственном усредне-
нии исходных данных, так и на постобработке карто-
схем попиксельной спектральной классификации пу-
тём выбора наиболее часто встречающегося класса 
[32]. При этом в качестве зоны усреднения/выбора 
доминирующего класса используется либо прямо-
угольная окрестность, либо сегменты, сформирован-
ные из наиболее близких по параметрам пикселей 
[26]. Попиксельная спектральная классификация, ис-
ходя из результатов, приведённых на рис. 2, выпол-
нена методом SVM по 20 признакам, выбранным с 
применением MNF. 

Кратко охарактеризуем каждый из сравниваемых 
методов: 
I.    Выполняется предварительное двумерное сгла-

живание (скользящим окном) данных каждого 
канала посредством медианной фильтрации, за-
тем – попиксельная спектральная классификация 
сформированного изображения. 

II.   Выполняется сегментация, основанная на выде-
лении связных границ, затем в рамках образо-
ванных сегментов значения пикселей в каждом 
канале усредняются и осуществляется их спек-
тральная классификация. 

III.  Выполняется попиксельная спектральная класси-
фикация, затем – мажоритарная обработка сфор-
мированной картосхемы, т.е. класс определяется в 
результате голосования пикселей окрестности. 

IV.  Выполняется попиксельная спектральная класси-
фикация и, независимо, сегментация, затем в 
каждом из образованных сегментов класс опреде-
ляется в результате голосования пикселей сегмен-
та. 

Исследование эффективности спектрально-про-
странственной классификации ГС-данных выполнено 
на примере обработки крупноформатного изображе-
ния (рис. 1а). При этом реализовано три варианта 
формирования обучающей выборки: 

– в каждом классе такое же количество пикселей, 
что и при использовании фрагмента, но выбран-
ных случайным образом из всего изображения 
(ОВ 1); 

– 10 % пикселей каждого класса, выбранных слу-
чайным образом из всего изображения (ОВ 2); 

– 25 % пикселей каждого класса, выбранных слу-
чайным образом из всего изображения (ОВ 3). 
Оценка эффективности методов классификации, 

как и ранее, выполнялась путём сопоставления сфор-
мированных картосхем классов и карт подспутнико-
вых наблюдений. При этом подклассы кукурузы и 
сои на изображении были объединены в класс «куку-
руза» и класс «соя». 

Результаты спектрально-пространственной класси-
фикации ГС-изображения приведены в табл. 2, откуда 
следует, что методы I, III, основанные на предвари-
тельном сглаживании, более эффективны. Они позво-
ляют повысить точность классификации на 7 – 9 %. 
Методы II, IV, основанные на постобработке карто-
схем попиксельной классификации, в лучшем случае, 
приводят к увеличению точности лишь на 2 %. Причём 
эта тенденция сохраняется для различных ОВ. 
Табл. 2. Эффективность классификации ГС изображения 

при ОВ различного объёма  

Методы 
классификации 

ОВ 1 ОВ 2 ОВ 3 

Спектральная  70,5 75,3 76,3 

Спектрально- 
пространственная 

I 79,4 82,1 84,0  
II 73,9 79,4 81,4  
III 72,2 77,5 78,9 
IV 68,6 75,1 77,2 

Следует отметить, что увеличение объёма ОВ на 
порядок (с 1 % до 10 %) приводит к повышению точ-
ности на 3 – 7 %, а дальнейшее расширение ОВ 
(с 10 % до 25 % пикселей размеченной области изоб-
ражения) – лишь на 1 – 2 %. 

Важным аспектом применения рассмотренных 
выше методов является зависимость результирующей 
точности формируемых картосхем от количества 
признаков. Ранее показано, что эффективность спек-
тральной классификации ГС-данных при применении 
в качестве обучающей выборки фрагмента изображе-
ния имеет слабую зависимость от количества исполь-
зуемых признаков, если их более 10 – 20.  
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Это объясняется известным в теории классифика-
ции эффектом, получившим название “Hughes feno-
men” [32] (по имени Gordon F. Hughes). Он заключа-
ется в том, что в случае фиксированного объёма обу-
чающей выборки точность классификации при уве-
личении количества признаков, начиная с некоторого 
значения, не растёт, а зачастую падает. Однако в слу-
чае формирования ОВ случайным образом из всего 
изображения и выполнения спектрально-пространст-
венной классификации с предварительным сглажива-
нием (I) зависимость от числа признаков (с ростом их 
количества) становится монотонно возрастающей. 
Причём для большого количества признаков точность 
метода ML существенно выше, чем SVM, и прибли-
жается к 97 % (для 200 признаков). Это наглядно про-
демонстрировано на рис. 3, где представлена зависи-
мость точности классификации исходного и предва-
рительно сглаженного (окном 7×7) ГС-изображения 
от количества признаков для ОВ 3. Указанный эф-
фект, по всей видимости, объясняется снижением 
шумовой составляющей в изображении после низко-
частотной фильтрации. 

а)  

б)  
Рис. 3. Зависимость точности SVM и ML спектральной 

(кривые 1, 2) и спектрально-пространственной (кривые 3, 4) 
классификации от количества признаков для основных (а)  

и для всех (б) классов 

Спектральная и спектрально-пространственная 
классификация типов подстилающей поверхности 

при различных способах формирования ОВ 
Исследование эффективности указанных выше 

спектрально-пространственных методов выполнено 
при трёх различных способах формирования обуча-
ющей выборки: 

– случайным образом выбирается по 25 % пикселей 
из всего изображения (ОВ 3); 

– выбираются 50 % пикселей клеток одного цвета 
по периодической клетчатой структуре в виде 
шахматной доски (ОВ 4); 

– случайным образом выбирается 50 % пикселей из 
левой половины изображения (ОВ 5). 
Отметим, что объёмы обучающих выборок во всех 

случаях приблизительно равны. Незначительное их 
отличие связано с необходимостью исключения из 
рассмотрения классов, пиксели которых в малом ко-
личестве попадают в зоны формирования ОВ. В каче-
стве тестовой выборки в первом случае используются 
все пиксели, не вошедшие в ОВ 3 (75 %), а во втором 
и третьем – области изображения, не использованные 
для формирования ОВ 4, ОВ 5 (~50 %). 

Оценка эффективности классификации выполнена 
путём сопоставления сформированных картосхем 
классов и карт подспутниковых наблюдений: 

– по всем классам; 
– по основным классам (с объединением подклассов 

кукурузы и сои в класс кукуруза и класс соя в ре-
зультирующей картосхеме). 
На рис. 4 представлены результирующие карто-

схемы классов для ОВ 3 при спектральной и спек-
трально-пространственной (I) классификации мето-
дом ML по 100 MNF признакам. Точность классифи-
кации по всем классам в данном случае составляет 
59,6 % и 89,2 % соответственно. 

а)   б)  
Рис. 4. Результирующие картосхемы спектральной  
и спектрально-пространственной (I) классификации 

крупноформатного ГС-изображения для ОВ 3 

Численные значения точности спектральной и 
спектрально-пространственной классификации круп-
ноформатного ГС-изображения методами I, III при 
использовании 20 и 100 признаков, выбранных мето-
дом MNF, приведены в табл. 3 (по основным 27 клас-
сам) и табл. 4 (по всем 58 классам). 

Видно, что результаты исследований с примене-
нием обучающих выборок, сформированных пере-
численными выше способами, существенно отлича-
ются друг от друга. Причем во всех случаях наиболее 
компактное расположение пикселей (ОВ 5) оказыва-
ется наименее эффективным. 
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Табл. 3. Эффективность классификации ГС-изображения  
по основным классам при различных ОВ  

Методы 
классификации 

SVM ML 
ОВ 3 ОВ 4 ОВ 5 ОВ 3 ОВ 4 ОВ 5 

20 признаков 
Спектральная  76,3 71,6 64,0 72,5 66,2 56,8 
Спектрально-
простран- 
ственная 

I 84,0 77,1 67,0 84,0 73,7 59,2 

III 78,9 75,2 66,5 77,2 69,8 60,1 

100 признаков 
Спектральная  76,2 71,5 64,6 76,6 68,3 58,0 
Спектрально-
простран-
ственная 

I 86,0 70,5 67,8 93,1 72,2 59,4 

III 79,8 75,5 66,5 83,6 74,5 62,3 

Табл.4. Эффективность классификации ГС-изображения  
по всем классам при различных ОВ  

Методы 
классификации 

SVM ML 
ОВ 3 ОВ 4 ОВ 5 ОВ 3 ОВ 4 ОВ 5 

20 признаков 
Спектральная 52,8 43,1 35,2 53,8 42,8 27,9 
Спектрально-
простран- 
ственная 

I 63,4 48,0 36,1 72,1 49,1 32,5 

III 56,9 43,2 37,9 59,7 46,8 30,5 

100 признаков 
Спектральная 52,8 42,6 36,2 59,6 43,0 27,7 
Спектрально-
простран- 
ственная 

I 69,1 41,6 33,7 89,2 46,1 28,4 

III 57,3 45,9 39,1 70,2 47,2 29,7 

Следовательно, в дальнейшем целесообразно рас-
смотреть способы с более распределённым (ОВ 4) и 
полностью случайным (ОВ 3) формированием обу-
чающей выборки, отразив при этом влияние сокра-
щения количества признаков, а также применение 
дополнительной пространственной обработки в наи-
более её эффективном варианте – предварительной 
низкочастотной фильтрации. Необходимо отметить, 
что при использовании большого количества призна-
ков статистический метод ML практически всегда 
эффективнее метода SVM, а при их значительном со-
кращении метод SVM предпочтительнее при разде-
лении основных классов. 

Из табл. 3 следует, что точность спектральной 
классификации основных классов по 20 признакам 
составила 76,3 % для ОВ 3 и 71,6 % для ОВ 4, а при-
менение предварительного пространственного сгла-
живания улучшило результаты до 84,0 % и 77,1 % со-
ответственно. Точность для 100 признаков практиче-
ски неизменна во всех случаях спектральной класси-
фикации и существенно улучшается (до 93,1 %) лишь 
при спектрально-пространственной обработке и слу-
чайном формировании ОВ 3. 

В случае разделения всех классов (включая под-
классы кукурузы и сои) по 20 признакам точность 
спектральной классификации составила лишь 53,8 % 
для ОВ 3 и 42,8 % для ОВ 4, а применение предвари-
тельного пространственного сглаживания улучшило 
результаты до 72,1 % и 49,1 % соответственно. При 
использовании 100 признаков точность спектральной 
классификации практически неизменна и существен-
но улучшается (до 89,2 %) лишь при спектрально-

пространственной обработке и случайном формиро-
вании ОВ 3. Таким образом, использование большого 
количества признаков при разделении всех (по срав-
нению с разделением основных) классов повышает 
эффективность классификации за счёт совместной 
спектрально-пространственной обработки на предва-
рительном этапе при случайном формировании обу-
чающих выборок. Отметим, что применение более 
компактных ОВ 4, ОВ 5 не даёт этого эффекта, т.е. 
сокращение количества признаков и дополнительная 
низкочастотная фильтрация в этом случае практиче-
ски не влияют на точность классификации. 

Заключение 

В работе на примере обработки крупноформатно-
го ГС-изображения, полученного в рамках програм-
мы AVIRIS, выполнено экспериментальное сравнение 
эффективности ряда методов спектральной и спек-
трально-пространственной классификации трудно-
различимых типов растительности.  

Установлено, что лучшая эффективность спек-
тральной классификации достигается при примене-
нии метода максимального правдоподобия, учитыва-
ющего оценку функции плотности вероятности рас-
пределения эталонных классов. Это требует, однако, 
значительного объёма обучающих выборок. В случае 
же недостаточного объёма обучающих данных целе-
сообразно использовать метод опорных векторов. 
Показано, что при спектральной классификации ГС-
изображений природных территорий целесообразно 
использовать небольшое количество признаков (10 –
 20), выделенных методом главных компонент с нор-
мализацией шума каналов (MNF). Это позволяет сни-
зить трудоёмкость вычислений на два порядка без 
существенного снижения эффективности классифи-
кации растительности. 

Продемонстрирована перспективность комплекс-
ной обработки спектральных и пространственных 
признаков, учитывающей коррелированность близко-
расположенных пикселей. При этом методы, осно-
ванные на предварительной пространственной обра-
ботке, обеспечивают большую точность, чем исполь-
зующие постобработку картосхем попиксельной 
спектральной классификации. 

В результате сравнительного анализа эффективно-
сти спектральной и спектрально-пространственной 
классификации типов растительности по ГС-данным 
при формировании обучающих выборок (ОВ) слу-
чайным образом из всего изображения и из его части 
установлено, что результирующая точность при ука-
занных способах обучения в значительной степени 
различается. Так, в случае использования первого 
способа (ОВ 3) при классификации трудноразличи-
мых типов растительности предварительная про-
странственная обработка при 20 признаках приводит 
к увеличению точности до 18 %, а при 100 – до 30 %, 
тогда как для второго способа (ОВ 4) – 3 % и 6 % со-
ответственно. Отсюда следует, что при формирова-
нии ОВ по части изображения такое существенное 



Исследование эффективности классификации трудноразличимых типов растительности...   Борзов С.М., Гурьянов М.А., Потатуркин О.И. 

470 Компьютерная оптика, 2019, том 43, №3 

сокращение количества спектральных признаков не-
значительно сказывается на процедуре классифика-
ции. Однако результирующая точность при этом ока-
зывается ниже, чем при обучении, распределённом по 
всему изображению. 

Основными причинами невысокой точности клас-
сификации при обучении по части изображения (по-
мимо схожести спектров отражения различных клас-
сов), по всей видимости, является неполное устране-
ние влияния неоднородности параметров регистри-
рующей системы по полю зрения, а также определён-
ная внутриклассовая изменчивость характеристик 
растительности, связанная с локальными условиями 
её прорастания (состав почвы, влажность, высота, 
направление склона и т.п.).  

Из этого следует, что для разделения труднораз-
личимых классов растительности необходимо ис-
пользовать обучающие выборки с максимальной сте-
пенью распределения пикселей по всему изображе-
нию. Однако такой подход на практике трудно реали-
зуем, поскольку в большинстве реальных задач не-
возможно обеспечить подспутниковые данные по 
всей наблюдаемой территории. Как правило, досто-
верные наземные данные могут быть получены лишь 
на отдельных её участках, и, следовательно, только 
по ним имеется возможность формировать ОВ. По-
этому исследования, ориентированные на оценку эф-
фективности традиционных и оригинальных алго-
ритмов классификации ГС-изображений при обуче-
нии по всему полю наблюдения, следует признать не-
достаточно значимыми с точки зрения практических 
приложений. 

Дальнейшие исследования в этой области целесо-
образно направить на разработку алгоритмов класси-
фикации, обеспечивающих повышение эффективно-
сти разделения трудноразличимых типов раститель-
ности, при обучении по отдельным фрагментам ана-
лизируемого ГС изображения. В этом плане могут 
быть рассмотрены алгоритмы с адаптивным форми-
рованием обучающей выборки из пространственно 
наиболее близких пикселей каждого класса. 
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Abstract  

The article is devoted to the effectiveness research of methods of controlled spectral and spec-
tral-spatial classification of hyperspectral data. In particular, minimum distance, support vector 
machine, mahalanobis distance and maximum likelihood methods are considered on the example 
of vegetative cover types differentiation. Significant attention is paid to studying the dependence 
of the accuracy of data classification with listed methods on the spectral features number and their 
selection method. The perspectivity of complex processing of spectral and spatial features, consid-
ering the correlation of close pixels, is demonstrated. The experimental results obtained with vari-
ous methods of forming training sets are presented. 
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