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Аннотация 

В настоящей работе рассматривается применение машинного и глубокого обучения в 
спектральном анализе многокомпонентных газовых смесей. Экспериментальная установка 
состоит из квантово-каскадного лазера с диапазоном перестройки 5,3 – 12,8 мкм пиковой 
мощностью до 150 мВт и астигматической газовой ячейки Эрриотта с длиной оптического 
пути до 76 м. В качестве тестовых веществ использовались ацетон, этанол, метанол и их 
смеси. Для обнаружения и кластеризации веществ, в том числе молекул-биомаркеров, пред-
ложены методы машинного обучения, такие как стохастическое вложение соседей с t-
распределением, метод главных компонент и методы классификации, такие как случайный 
лес, градиентный бустинг и логистическая регрессия. Для спектрального анализа газовых 
смесей использована неглубокая свёрточная нейронная сеть на базе TensorFlow (Google) и 
Keras. В качестве обучающей выборки использовались модельные спектры веществ, а в каче-
стве тестовой – модельные и экспериментальные. Показано, что нейронные сети, обученные 
на модельных спектрах (база данных NIST), могут распознавать вещества в эксперименталь-
ных газовых смесях. Предложено использовать нейронные сети для идентификации газовых 
смесей как единого целого. На экспериментальной установке зарегистрированы следующие 
минимальные концентрации: 80 ppb для ацетона и 100 – 120 ppb для этанола и метанола. По-
казана возможность применения предложенных методов для анализа спектров выдыхаемого 
человеком воздуха. 
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Введение 

Спектральный анализ многокомпонентных газо-
вых смесей является нетривиальной задачей из-за 
существенного пересечения спектральных линий ве-
ществ, а также различия на несколько порядков в ин-
тенсивности спектральных линий. Актуальной явля-
ется разработка численных методов решения обрат-
ной задачи спектроскопии. 

Известно, что выдыхаемый человеком воздух со-
держит более 3000 соединений [1], в т. ч. летучие не-
органические [2] и органические соединения [3]. Су-
ществует связь между состоянием человеческого ор-
ганизма и химическим составом выдыхаемого возду-
ха [1, 2]. Определение состава выдыхаемого воздуха 
может дать существенную информацию о состоянии 
здоровья человека и исследовать взаимосвязи между 
различными физиологическими и биохимическими 
процессами в организме. 

Количественный анализ для обнаружения коли-
честв следовых газов на основе газовой хроматогра-
фии и масс-спектрометрии остается «золотым стан-
дартом» идентификации летучих органических со-
единений (ЛOC) в газовых смесях. Сочетание этих 
методов позволяет быстро идентифицировать ЛOC с 
высокой селективностью и чувствительностью вплоть 
до уровней ppt [6]. Однако эти методы не подходят 
для измерений в реальном времени. Требование точ-
ной калибровки хроматографической колонки, руч-
ные процедуры отбора проб [7] и пробоподготовки 
являются дополнительными ограничениями. 

Разработка новых лазерных источников среднего 
инфракрасного диапазона, таких как квантовые кас-
кадные лазеры (ККЛ) и межзонные каскадные лазе-
ры, привела к заметному прогрессу в лазерной аб-
сорбционной спектроскопии, что дает большие 
надежды на развитие метода в биомедицинских при-
ложениях. Это обусловлено высокой селективностью 
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метода лазерной инфракрасной спектроскопии отно-
сительно молекул-биомаркеров в среднем инфра-
красном диапазоне, а также небольшим размером 
устройства, которое снижает стоимость «одного из-
мерения» [8, 9]. 

Концентрации ЛОС обычно измеряются в диапа-
зоне от ppm до ppb, и, следовательно, для обнаруже-
ния необходимо использовать наиболее чувствитель-
ные методы измерения поглощения. Чувствитель-
ность спектроскопических методов ограничена дли-
ной оптического пути. В этом случае используются 
методы, позволяющие увеличить длину оптического 
пути до десятков или сотен метров, тем самым увели-
чивая минимальную чувствительность на уровнях 
ppm-ppb [10]. 

Компания Aerodyne Research, Inc. (США) начала 
промышленное производство компактного газоана-
лизатора на основе ККЛ среднего инфракрасного 
диапазона для регистрации следовых количеств 
CH4, N2O, NO, NO2, CO, CO2, формальдегида, му-
равьиной кислоты, этилена, ацетилена, аммиака и 
т. д. (Mini Monitor [11]). Газоанализатор позволяет 
измерять концентрации CO и NO в режиме реаль-
ного времени и со значительно более высокой чув-
ствительностью, чем предлагаемые на рынке 
устройства, использующие диодные лазеры ближ-
него ИК-диапазона [12, 13]. 

Для решения обратной задачи спектроскопии, как 
правило, используются статистические подходы, ос-
нованные на корреляции Пирсона [14 – 16] или мето-
де наименьших квадратов [17], что позволяет найти 
наилучшие совпадения между экспериментальным 
спектром и эталонным спектром из базы данных. Об-
ратная задача является некорректно поставленной, и 
описанные методы решения не дают универсального 
подхода для решения в случае большого числа ком-
понентов.  

Альтернативным подходом является анализ спек-
тра смеси как единого целого (паттерна) [18]. В этом 
случае необходимо применение методов классифика-
ции, среди которых активное развитие получили ме-
тоды машинного обучения. 

Как правило, подходы машинного обучения для 
классификации используют комбинацию методов 
(LDA, Linear Discriminant Analysis) и (PCA, Principal 
Component Analysis). В работе [19] определялись и 
оптимизировались технические характеристики и ди-
агностическая точность анализа выдыхаемого возду-
ха, связанного с рутинной спирометрией. Анализ 
спектров выдыхаемого воздуха включал обработку 
сигналов, коррекцию окружающей среды на основе 
альвеолярных градиентов и статистику на основе 
PCA с последующим дискриминантным анализом. 

В дополнение к методам кластеризации исполь-
зуются также методы для классификации веществ. В 
этой связи следует упомянуть методы логистической 
регрессии, градиентного бустинга и случайного леса. 

В работе [20] была исследована возможность ана-
лиза конденсата выдыхаемого воздуха с целью полу-
чения биомаркеров для ранней диагностики рака лег-
ких. Пробы были собраны у 192 человек. Авторы ис-
пользовали алгоритм случайного леса для создания 
надежной модели с использованием данных о белках 
для диагностики пациентов с раком легких, где полу-
ченная площадь под кривой ROC указывала на хоро-
шую классификацию (82 %). 

В работе [21] исследователи реализовали 11 алго-
ритмов классификации и их вариации, включая логи-
стическую регрессию, k-ближайших соседей, метод 
опорных векторов, дерево решений, случайный лес, 
метод градиентного бустинга и наивный Байес, при 
обнаружении рака молочной железы на общедоступ-
ном наборе данных рака молочной железы Coimbra. 
Показано, что градиентный бустинг как алгоритм 
машинного обучения представляет собой лучший 
классификатор прогноза рака молочной железы с 
точностью 74,14 %. 

Для визуализации данных используется метод 
стохастического вложения соседей с t-
распределением (t-SNE, t-Distributed Stochastic 
Neighbor Embedding). В работе [22] сообщается об 
использовании инфракрасной термографии для 
надежного мониторинга чистоты дыхания бескон-
тактным и неинвазивным способом. Полученные па-
раметры поступают в классификаторы k-NN и SVMs, 
которые определяют, имеют ли добровольцы ано-
мальное или нормальное дыхание. Паттерн между 
точками данных, подаваемыми в классификаторы, 
просматривается с помощью алгоритма t-SNE. Гра-
фики t-SNE показали видимое разделение между точ-
ками данных, принадлежащих к разным классам. 

Глубокое обучение – одна из самых передовых 
областей исследований в последние годы, ориентиро-
ванная на изучение функций и построение моделей 
прогноза непосредственно из наборов данных. Оно 
дало отличные результаты во многих областях химии, 
биологии и спектроскопии, включая данные ИК- и 
рамановской спектроскопии, метаболомику и т.д. Эти 
приложения демонстрируют преимущества методов 
глубокого обучения в извлечении сигналов, изучении 
признаков и моделировании сложных взаимосвязей.  

В работе [23] для повышения точности классифи-
кации происхождения табака с помощью метода 
спектроскопии в ближнем инфракрасном диапазоне 
(NIRS) использовался алгоритм, основанный на 
мультимодальных сверточных нейронных сетях 
(CNN, Convolutional Neutral Network), использующий 
преимущества сильной способности нейросети к из-
влечению признаков.  

В статье [24] в качестве сетей глубокого обучения 
использовались CNN, полностью свёрточная сеть 
(FCN, Fully Convolutional Network) и сеть анализа 
главных компонентов для определения их способно-
сти распознавать наркотики в моче человека и изме-
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рять пиримифос-метил в экстракте пшеницы в двух 
входных формах одномерного вектора или двумерной 
матрицы. Наилучший результат распознавания лекар-
ственных препаратов в моче с точностью 98,05 % в 
наборе предсказаний был получен с использованием 
CNN со спектрами комбинационного рассеяния в ка-
честве входных данных в матричном виде. Опти-
мальное количественное определение пиримифос-
метила было получено с использованием FCN со 
спектрами в матричном виде с коэффициентом обна-
ружения 0,9997 и среднеквадратичной ошибкой 
0,1574 в наборе предсказаний. 

В работе [25] применяют нейронную сеть с гради-
ентным бустингом (GrowNet). Исследование прово-
дится с целью изучения пределов нейронных сетей 
как слабых обучающихся в парадигме бустинга и 
анализа влияния каждого компонента GrowNet на 
производительность и сходимость модели. Авторы 
показывают, что предложенная модель обеспечивает 
лучшую производительность в регрессии, классифи-
кации и обучении ранжированию на нескольких 
наборах данных по сравнению с современными мето-
дами бустинга. 

В наших предыдущих исследованиях [26 – 28] рас-
смотрены модели выдыхаемого воздуха с точки зре-
ния основных соединений, где определены точность 
восстановления соединений с использованием метода 
байесовой оценки; возможность кластеризации спек-
тров с различными отношениями сигнал / шум (SNR, 
Signal-to-noise Ratio) методами линейного дискрими-
нантного анализа LDA и анализа главных компонент 
PCA; возможность использования сверточных 
нейронных сетей для анализа чистых веществ с раз-
личным отношением сигнал / шум. 

В настоящей работе предложены методы анализа 
спектров смесей как единого целого (паттернов) с це-
лью их классификации, что может найти применение 
для биомедицинских приложений. Мы использовали 
сочетание методов машинного обучения и методов 
классификации (случайный лес, градиентный бу-
стинг, логистическая регрессия). Мы используем не-
глубокую CNN на основе TensorFlow (Google) и Keras 
для идентификации биомаркеров в газовых смесях. 
Модельные ИК-спектры, созданные на основе базы 
данных NIST, используются для обучения, а в качестве 
тестовых наборов – модельные и экспериментальные 
спектры. Процесс обучения на модельных спектрах 
позволяет существенно сократить время разработки 
программного обеспечения газоанализаторов. 

Экспериментальная установка 

Экспериментальная установка основана на методе 
инфракрасной лазерной спектроскопии и предназна-
чена для высокочувствительного спектрального ана-
лиза многокомпонентных газовых смесей, чистых 
веществ и выдыхаемого человеком воздуха. Принци-
пиальная схема установки представлена на рис. 1. 

 
Рис. 1. Схема экспериментальной установки: 1 – ККЛ; 2 – 

плоское зеркало; 3 – фокусирующая линза; 4 – 
светоделитель 95/5; 5 – видимый лазер; 6 – референтный 
фотоприемник; 7 – плоское зеркало; 8 – многоходовая 

кювета; 9 – плоское зеркало; 10 – сигнальный 
фотоприемник 

Экспериментальная установка состоит из инфра-
красного квантово-каскадного лазера и кадмий-ртуть-
теллурового фотоприемника, охлаждаемого каскадом 
ячеек Пельтье. Квантово-каскадный лазер (LaserTune, 
Block Engineering) излучает в импульсном режиме с 
пиковой мощностью до 150 мВт, длительностью им-
пульса около 50 нс и частотой повторения около 
1 МГц. Излучение происходит в спектральном диапа-
зоне 5,3 – 12,8 мкм с шагом перестройки 2 см –1. Раз-
мер лазерного луча в поперечном сечении составляет 
около 2×4 мм2. Расходимость не более 5 мрад, неста-
бильность мощности около 5 %. 

Фотоприемник типа PVMI-4TE (Vigo, Польша) 
обладает обнаружительной способностью  
D∗∼6 –8×109 см*Гц1/2/Вт и временным разрешени-
ем не менее 4 нс. 

ККЛ (рис. 1, поз. 1) излучает в ИК-диапазоне, луч 
попадает на зеркало (рис. 1, поз. 2), после чего прохо-
дит через фокусирующую линзу (рис. 1, поз. 3). Далее 
луч проходит через светоделитель (рис. 1, поз. 4), где 
отраженный луч попадает в опорный фотоприемник 
(рис. 1, поз. 6), а второй луч падает на зеркало (рис. 1, 
поз. 7) и, отразившись от него, попадает в кювету 
(рис. 1, поз. 8) под углом 3°. Луч выходит из кюветы 
под углом 6° относительно входного луча в той же 
плоскости и попадает на сигнальный фотоприемник 
(рис. 1, поз. 9). Для юстировки установки использует-
ся лазерная указка (рис. 1, поз. 5). 

Для проведения экспериментов были использова-
ны три схемы пробоподготовки. Первая схема (рис. 2, 
Путь Б) предназначена для получения спектров чи-
стых веществ и измерения их минимальных концен-
траций. Схема состоит из пробы (рис. 2, поз. 2), из 
которой подается вещество на регулятор расхода газа 
2 (РРГ, GE50A (Bronkhorst, Нидерланды)) (рис. 2, 
поз. 3). Затем вещество с заданной скоростью попада-
ет в кювету (рис. 2, поз. 5). Вся система предвари-
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тельно вакуумируется с помощью насоса MVP 015-2 
DC (Vacuumbrand GMBH and CO KG, Германия) 
(рис. 2, поз. 6). Давление в кювете отслеживается по 
вакуумметру (рис. 2, поз. 7), в том числе в системе 
имеется выход на атмосферу (рис. 2, поз. 8). 

 
Рис. 2. Схема модуля для чистых веществ  

и многокомпонентных смесей: 1 – баллон с азотом;  
2 – резервуар с тестовым веществом; 3,4 – регуляторы 
расхода газа; 5 – многоходовая газовая кювета Эрриота;  

6 – насос; 7 – вакуумметр; 8 – выход на атмосферу 

Вторая схема установки для получения спектров 
многокомпонентных газовых смесей (рис. 2, Путь А) 
включает в себя две пробы с веществами (рис. 2, 
поз. 2), из которых отдельно на РРГ1 (FC-201CV) 
(рис. 3, поз. 3) подаются вещества. Дальнейший экс-
перимент проходит аналогично описанной ранее пер-
вой схеме для чистых веществ. 

Наконец, третья схема (рис. 3) предназначена для 
получения спектров выдыхаемого человеком воздуха. 
Для получения корректного спектра из пробы выдыха-
емого воздуха (рис. 3, поз. 2) необходимо подать поток 
продувочного газа (рис. 3, поз. 1) на нафионовый осу-
шитель серии MD (Perma Pure LLC, США) (рис. 3, 
поз. 3) через РРГ2 (рис. 3, поз. 5) с отношением пробы 
к продувочному газу, равным 1:2. Для этого на РРГ1 
(рис. 3, поз. 1) и на РРГ2 выставляется скорость потока, 
соответствующая отношению объемных долей пробы к 
азоту. Затем осушенная проба попадает в кювету (рис. 3, 
поз. 6) и снимается спектр. Данная схема также включа-
ет в себя вакуумный насос, вакуумметр и выход на ат-
мосферу (рис. 3, поз. 7, 8, 9 соответственно).  

 
Рис. 3. Схема модуля для выдыхаемого воздуха:  

1 – баллон с азотом; 2 – тедларовый пакет;  
3 – нафионовый осушитель; 4,5 – регуляторы расхода газа;  

6 – многоходовая газовая кювета Эрриота; 7 – насос;  
8 – вакуумметр; 9 – выход на атмосферу 

Для сбора и хранения пробы использовались тед-
ларовые пакеты. 

Эксперименты показали чувствительность разра-
ботанной установки на уровне 80 ppb по ацетону и 
100–120 ppb по этанолу и метанолу. 

Численные методы анализа  
экспериментальных данных  

В настоящей работе используются следующие ме-
тоды машинного обучения: метод главных компонент 
и стохастическое вложение соседей с t-распре-
делением. Следующие алгоритмы применялись для 
оценки прогностической эффективности классифика-
ции: градиентный бустинг, случайный лес и логисти-
ческая регрессия. 

Логистическая регрессия применяется для прогно-
зирования вероятности возникновения события на 
основе значений набора функций. Для этого вводится 
так называемая зависимая переменная y, которая 
принимает только одно из двух значений и набор не-
зависимых переменных – вещественных x1, x2,…, xn, 
на основании значений которых требуется вычислить 
вероятность принятия определенного значения зави-
симой переменной. Все регрессионные модели могут 
быть представлены как 

1 2
1

( , ,..., ), ,
1 

 


n y
y F x x x P

e
 

где P – вероятность того, что интересующее событие 
произойдет, y – стандартное уравнение регрессии. 

Случайный лес – это непараметрический много-
мерный ансамблевый метод, введенный Breiman, 
2001 [29]. Алгоритм случайного леса создает деревья 
решений для выборок данных, а затем получает про-
гноз по каждой из них и, наконец, выбирает лучшее 
решение посредством голосования. Это метод ансам-
бля, который лучше, чем единое дерево решений, по-
тому что он уменьшает переобучение путем усредне-
ния результата. 

Классификатор градиентного бустинга – это агреги-
рованный алгоритм начальной загрузки, основанный на 
нескольких деревьях решений. Функция дифференци-
руемых потерь минимизируется за счет оптимизации 
весов моделей и обучающих данных. В задаче оценки 
функции или «прогнозирующего обучения» имеется си-
стема, состоящая из случайной «выходной» или «ответ-
ной» переменной y и набора случайных «входных» или 
«объясняющих» переменных x = {x1,…, xn}. Используя 

«обучающую» выборку  ,
N

i i i
y x известных значений 

(y, x), целью является получение оценки или приближе-

ния ˆ ( )F x  к функции F*(x), отображающей x в y, кото-

рая минимизирует ожидаемое значение некоторой за-
данной функции потерь L(y, F(x)) по совместному рас-
пределению всех (y, x) значений 

,* argmin ( , ( )) argmin ( ( , ( ))) | .y y
F F

F E L y F E E L y F    x xx x x  
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В качестве метода глубокого обучения применяется 
неглубокая свёрточная нейронная сеть (см. рис. 4). 

 
Рис. 4. Принципиальная схема неглубокой нейронной сети 

Архитектура сети включает в себя входной, свер-
точный, скрытый полносвязный слой и полносвязный 
выходной слой. Количество слоев выходного слоя со-
ответствует количеству определяемых классов. В каче-
стве функции активации применяется функция ReLU 
для сверточного и скрытого полносвязного слоя, для 
выходного слоя – многомерная логистическая функция 
активации (Softmax). Для обучения нейронной сети 
применяется метод стохастического градиентного 
спуска. Модель нейронной сети построена с помощью 
библиотеки машинного обучения TensorFlow и биб-
лиотеки глубокого обучения Keras. 

Результаты и обсуждения 

Цель работы заключается в определении опти-
мального метода для анализа многокомпонентных га-
зовых смесей. Для достижения цели были поставлены 
следующие задачи: 

1. Подготовка модельной и экспериментальной 
выборки смесей для проведения эксперимента. 
2. Применение методов машинного и глубокого 
обучения к подготовленным данным. 
3. Сравнение эффективности полученных ре-
зультатов. 
4. Апробация оптимального метода идентифи-
кации на реальных спектрах выдыхаемого челове-
ком воздуха. 
Тренировочные, валидационные и тестовые вы-

борки 
Для создания модельных спектров из базы NIST 

[30] были взяты 5 спектров чистых веществ: ацетон, 
ацетальдегид, этанол, этилен и метанол. На рис. 5 
приведены модельный и экспериментальный спектры 
этанола. Коэффициент корреляции Пирсона состав-
ляет значение 0,77. 

Оптические плотности компонентов в смеси вы-
бираются случайным образом от 10 % до 70 % от са-
мой глубокой линии с использованием равномерного 
распределения. Так же ко всем модельным спектрам 
добавлен белый шум. Отношение сигнал / шум изме-

няется от 6 до 14 с шагом 1 от глубины самой слабой 
линии в рассматриваемом спектральном диапазоне.  

В результате чего получилась выборка, состоящая 
из 26 классов смесей (все комбинации из 5 веществ, 
описанных выше) и включающая в себя 11700 спек-
тров. Данная выборка была разбита на тренировоч-
ную и валидационную в соотношении 50 % на 50 %. 

 
Рис. 5. Экспериментальный и модельный спектр этанола 

Тестовая модельная выборка состоит из 200 мо-
дельных спектров смесей с различными отношениями 
сигнал / шум и глубинами оптических линий. 

Тестовая экспериментальная выборка состоит из 829 
спектров смесей и сформирована из 3 классов: ацетон и 
метанол, этанол и метанол, этанол и ацетон. 

Созданные выборки применялись для методов 
машинного и глубокого обучения. 

Методы машинного обучения 
Разработанные численные методы предназначе-

ны для классификации газовых смесей и выявления 
биомаркеров. Данные преобразовывались таким об-
разом, чтобы их распределение имело среднее зна-
чение 0 и стандартное отклонение 1. Число главных 
компонент для спектров смеси равно 2. 

На рис. 6а показан результат применения метода 
PCA, а на рис. 6б – результат применения метода t-
SNE для спектров смесей. Использовался метод PCA 
с 6 компонентами, и получен коэффициент диспер-
сии 0,95. На рис. 6а показаны проекции данных на 
2-мерное подпространство для удобства визуализа-
ции. Для читаемости отображение классов на рис. 6 
ограничено 3 смесями. 

Точности классификаторов, использованных для 
идентификации газовых смесей, приведены в 
табл. 1. Классификатор градиентного бустинга в со-
вокупности с методами машинного обучения дает 
преимущественно более высокий результат. 

Методы глубокого обучения 
Свёрточная нейронная сеть – это один из видов 

нейронных сетей с использованием свёрточных сло-
ев. Операция свертки является взвешенным суммиро-
ванием в небольшом окне, которое называется свёр-
точным ядром. По мере того, как свёрточное ядро 
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скользит по входному вектору, выходные векторы 
локальных признаков формируют так называемую 
карту признаков. 

а)  

б)  
Рис. 6. Результаты кластеризации смесей веществ  

по методу PCA (а) и по методу t-SNE (б) 

Табл. 1. Точность распознавания примененных 
классификаторов для модельных смесей веществ 

Классификаторы Смеси 

 PCA t-SNE 

Градиентный  
бустинг 99 % 74 % 

Случайный лес 98 % 70 % 
Логистическая  
регрессия 97 % 59 % 

Для определения оптимальных параметров 
нейронной сети была проведена оптимизация гипер-
параметров сети с применением Random Grid Search 
Cross-Validation framework (RGS-CV) [31]. Для при-
меняемой сети были получены следующие парамет-
ры: размер сета равен 10; количество эпох равно 400 
(табл. 2); количество ядер свёрточного слоя равно 48; 
размер ядра свёрточного слоя равен 20; шаг свертки 
равен 1; параметр регуляризации равен 10 –10, момент 
для стохастического градиентного спуска равен 0,9; 
скорость обучения равна 10 –3. Характеристики вы-
ходного слоя нейросети для распознавания газовых 
смесей: количество классов равно 26; входная раз-
мерность массива данных равна 961. 

Результаты обучения представлены на рис. 7. 
Точность распознавания на тестовом модельном 

наборе смесей составила 99 %. Данный результат су-
щественно не отличается от результатов использова-
ния метода градиетного бустинга (табл. 1).  

Табл. 2. Зависимость точности обучения  
от количества эпох на тренировочной выборке 

Число эпох 

Точность 

Медиана 
Среднее квадра-
тичное отклоне-

ние 
200 0,512 0,480 
300 0,982 0,018 
400 0,993 0,001 
500 0,993 0,003 

Далее мы обучили созданную нейронную сеть на 
модельных спектрах смесей, а распознавание проводи-
лось на 3 классах экспериментальных смесей: ацетон и 
метанол, этанол и метанол, этанол и ацетон. Точность 
распознавания на 829 тестовых смесях составила не 
более 89 %. Для методов машинного обучения описан-
ный эксперимент не дает положительный результат 
(точности каждого из них не превысили 5 %). 

Также был поставлен численный эксперимент, 
когда нейронная сеть обучалась и тестировалась ис-
ключительно на 3 классах экспериментальных сме-
сей. Размеры выборок: обучающая – 649, тестовая – 
170 спектров. Точность распознавания в данном 
случае составила 88 %. 

а)  

б)  
Рис. 7. Обучение нейронной сети на смесях: (а) функция 
потерь обучения на модельной выборке vs функция потерь 
на валидационной; (б) точность обучения на модельной 

выборке vs точность валидации 
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Таким образом, сверточная нейронная сеть, обу-
ченная как на модельных, так и на эксперименталь-
ных многокомпонентных смесях, способна разделять 
спектры по классам с довольно высокой точностью, 
используя спектр как единое целое (паттерн). Резуль-
тат на модельных данных указывает на то, что 
нейронная сеть действительно работает по спек-
тральным линиям, выделяя их как признаки. 

Из полученных результатов можно сделать вывод, 
что полученная нейронная сеть может быть исполь-
зована для анализа реальных спектров выдыхаемого 
человеком воздуха.  

Анализ инфракрасных спектров выдыхаемого че-
ловеком воздуха 

В эксперименте приняли участие четыре волонтёра, 
среди которых – две женщины и два мужчины в воз-
расте от 23 до 26 лет. На момент проведения лаборатор-
ных экспериментов у испытуемых отсутствовали хро-
нические заболевания. Пробы выдыхаемого воздуха 
брались утром натощак и вечером на протяжении не-
скольких дней. Всего зарегистрировано 260 спектров. 
Матрица кросс-корреляции представлена на рис. 8. 

Из представленной на рис. 8 матрицы кросс-
корреляций видно, что корреляция Пирсона не поз-
воляет классифицировать испытуемых по спектрам 
выдыхаемого воздуха. Нейронная сети, обученная 
на экспериментальных спектрах, позволяет с точно-
стью 99 % классифицировать испытуемых по ин-
фракрасным спектрам выдыхаемого воздуха.  

Полученный результат демонстрирует принци-
пиальную возможность разработанных методов для 
кластеризации спектров больных и здоровых людей, 
что может найти применение в медицинской диа-
гностике. Однако подробное рассмотрение задачи 
анализа выдыхаемого человеком воздуха выходит за 
рамки настоящей работы. 

 
Рис. 8. Матрица кросс-корреляции 

Заключение 

В работе проведен анализ эффективности распо-
знавания многокомпонентных газовых смесей мето-
дами машинного и глубокого обучения. 

Установлено, что наиболее эффективным методом 
классификации многокомпонентных газовых смесей 
является сверточная нейронная сеть. Показано, что 

применение нейронной сети позволило классифици-
ровать инфракрасные спектры выдыхаемого челове-
ком воздуха с точностью 99 %. Сверточные нейрон-
ные сети представляют собой эффективный метод 
обработки и анализа спектральных данных в биоме-
дицине, где целесообразно исследовать весь спектр 
целиком без необходимости анализа отдельных ком-
понент. Более того, нейронная сеть, обученная на мо-
дельных данных, с точностью не хуже 89 % распозна-
ет экспериментальные спектры, что позволяет суще-
ственно сократить время и затраты на сбор данных 
для обучения нейронной сети. 
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Numerical methods of spectral analysis of multicomponent gas mixtures 
 and human exhaled breath 
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A.O. Nebritova 1, P.P. Demkin 1, A.N. Morozov 1 

1 The Bauman Moscow State Technical University (BMSTU, Moscow) 

Abstract  

In this paper, the application of machine learning and deep learning in the spectral analysis of 
multicomponent gas mixtures is considered. The experimental setup consists of a quantum cascade 
laser with a tuning range of 5.3 – 12.8 µm, a peak power of up to 150 mW, and an astigmatic Her-
riott gas cell with an optical path length of up to 76 m. Acetone, ethanol, methanol, and their mix-
tures are used as test substances. For the detection and clustering of substances, including molecu-
lar biomarkers, methods of machine learning, such as stochastic embedding of neighbors with a t-
distribution, principal component analysis and classification methods, such as random forest, gra-
dient boosting, and logistic regression, are proposed. A shallow convolutional neural network 
based on TensorFlow (Google) and Keras is used for the spectral analysis of gas mixtures. Model 
spectra of substances are used as a training sample, and model and experimental spectra are used 
as a test sample. It is shown that neural networks trained on model spectra (NIST database) can 
recognize substances in experimental gas mixtures. We propose using machine learning methods 
for clustering and classification of pure substances and gas mixtures and neural networks for the 
identification of gas mixture components. Using the experimental setup described, the experimen-
tally obtained concentration limits are 80 ppb for acetone and 100 – 120 ppb for ethanol and meth-
anol. The possibility of using the proposed methods for analyzing spectra of human exhaled air is 
shown, which is significant for biomedical applications. 

Keywords: gas analysis, spectral analysis, biophotonics, infrared spectroscopy, quantum cas-
cade laser, biomarker, machine learning, deep learning. 
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