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ВВЕДЕНИЕ 

Методы машинного обучения и распознавания образов в со-

временное время являются ядром технологий искусственного ин-

теллекта, используемых с целью построения современной цифро-

вой экономики.  

Настоящее учебное издание предназначен для изучения сту-

дентами основ классических (статистических) методов распозна-

вания образов и машинного обучения, а также освоение ими прак-

тики их применения с использованием наиболее популярных 

средств в современных информационных технологиях: языка Py-

thon и библиотеки машинного обучения scikit-learn. 

В данном издании последовательно рассматриваются методы 

и алгоритмы статистической теории распознавания образов: мето-

ды оптимальной классификации (классификатор Байеса, мини-

максный классификатор и классификатор Неймана-Пирсона),  

методы построения и настройки линейных классификаторов и 

классификаторов, основанных на оценивании плотностей вероят-

ностей, а также методы автоматической классификации – класте-

ризации и таксономии. Для каждой из тем представлен каркас про-

граммы на Python, демонстрирующий элементы реализации и/или 

использования соответствующего метода, представлен план вы-

полнения для этой темы практического (лабораторного) задания и 

отчетности по нему. Завершает каждый раздел список вопросов по 

соответствующей теме.  

В заключительной части настоящего издания представлено 

краткое описание способа установки и использования Python и 

иного программного обеспечения, необходимого для его установ-

ки, конфигурирования и использования.  
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1 МОДЕЛИРОВАНИЕ ЭКСПЕРИМЕНТАЛЬНЫХ ДАННЫХ 

ДЛЯ РЕШЕНИЯ ЗАДАЧ РАСПОЗНАВАНИЯ ОБРАЗОВ 

Цель работы – подготовка экспериментального материала 

для решения задач распознавания образов, получение навыков ра-

боты на языке Python.  

1.1 Теоретические основы лабораторной работы 

1.1.1 Моделирование случайного вектора  

с нормальным законом распределения 

Пусть  0 1, ,
T

nX X X   – n-мерный случайный вектор, 

имеющий нормальный закон распределения:  ~ ,X N M B . Это 

означает, что плотность вероятностей случайного вектора X  име-

ет вид 

  
 

   1

2

1 1
exp

2
2

T

n
f x x M B x M

B

 
    

 
,  

где  – определитель матрицы;  
T

 – оператор транспониро-

вания;  0 1, ,
T

nM M M  – вектор математических ожиданий 

координат вектора  : 0, 1i iX M MX i n   ; B – корреляционная 

матрица 

 

 

 

      

00 01 0 1

10 11 1 1

1 0 1 1 1 1

n

n

n n n n

B B B

B B B
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элементами которой являются всевозможные корреляционные мо-

менты:     , , 0, 1ij i i j jB M X M X M i j n     . Очевидно, что 

вектор M  и матрица B полностью определяют нормальный закон 

распределения. 

Вектор  ~ ,X N M B  можно получить специальным линей-

ным преобразованием вектора  0 1, ,
T

n    , компоненты ко-

торого суть независимые случайные величины, имеющие стан-

дартный нормальный закон распределения:  

    2~ 0,1 , 0, 1, 0, 1i i iN m i n     .  

Обычно предполагают, что матрица A преобразования 

X A M   является треугольной, то есть 

 

      

00

10 11

1 0 1 1 1 1

0 0

0

n n n n

a

a a
A

a a a   

 
 
 


 
 
 
 

. 

Коэффициенты ija  легко определяются рекуррентным обра-

зом. Действительно, для диагональных элементов матрицы B спра-

ведливо соотношение  
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     . 

Для недиагональных элементов матрицы B выполняется равен-

ство  

  
0 0 0 0

kl

j ji i

ij i i j j ik k jl l ik jl k l
k l k l

B M X M X M M a a a a M



   
   

  
      

  
  
   

.  

Предполагая, что i j , получаем  
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 .  

В частном случае, когда случайный вектор является двумер-

ным (n=2), получаем следующие выражения для элементов матри-

цы преобразования:  

 
2

01 01
00 00 10 11 11

0000

, ,
B B

a B a a B
BB

    .  

Заметим, что поскольку для элементов матрицы B справедли-

во неравенство  , , 0, 1ij ii jjB B B i j n   , то все коэффициенты 

ija  корректно определены в том смысле, что подкоренные выра-

жения в приведенных соотношениях всегда неотрицательны.  
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1.1.2 Оценивание параметров  

нормального закона распределения 

Если n-мерный случайный вектор X  имеет нормальный за-

кон распределения  ,N M B , то оценки максимального правдопо-

добия его математического ожидания M  и корреляционной мат-

рицы B , рассчитанные по выборке 1, , Nx x  объема N, выглядят 

следующим образом: 

 

1

1 N

i
i

M x
N



  ,   
1 1

1 1N NT
T T

i i i i
i i

B x M x M x x M M
N N

 

      . 

1.1.3 Меры близости нормальных распределений 

Пусть  0f x  и  1f x  – плотности вероятностей нормально 

распределенного случайного вектора с параметрами:  

  0 0 0~ ,f N M B  и  1 1 1~ ,f N M B .  

Мерой близости распределений  0f x  и  1f x  является рас-

стояние Бхатачария, вычисляемое по формуле  

 

   

1 0
1

1 0

1 0 1 0

1 0

1 1 2
ln

4 2 2

T

B

B B

B B
M M M M

B B






 
    

  
. (1.1) 

Для случая равных корреляционных матриц  1 0B B B   в ка-

честве меры близости распределений используют расстояние Ма-

халанобиса между векторами средних двух нормальных распреде-

лений:  

      1
0 1 1 0 1 0,

T
M M M M M B M M    , (1.2) 
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которое в этой ситуации с точностью до постоянного множителя 

совпадает с расстоянием Бхатачария. Если компоненты случайно-

го вектора X  независимы и одинаково распределены, то есть кор-

реляционная матрица удовлетворяет условию XB D I , где I – 

единичная N N  матрица, а XD – дисперсия компонент случайно-

го вектора, то близость нормальных распределений в смысле рас-

стояния Махаланобиса и, соответственно, Бхатачария эквивалент-

на близости в смысле евклидова расстояния между векторами 

средних:  

      
2

0 1 1 0 1 0 1 0,
T

E M M M M M M M M      .  

Использование метрик Бхатачария или Махаланобиса в об-

щем случае предпочтительнее евклидовой, поскольку они учиты-

вают как дисперсии отдельных компонент случайного вектора, так 

и их взаимные корреляции. При этом они обладают следующим 

важным свойством. 

Утверждение. Расстояния Бхатачария и Махаланобиса ин-

вариантны относительно любого невырожденного линейного пре-

образования случайного вектора. 

Действительно, пусть вектор Y  получен в результате  

линейного преобразования нормально распределенного случай-

ного вектора X : Y CX E  , где С – матрица преобразования  

с отличным от нуля определителем  0C  , отвечающая за по-

ворот и масштабирование координатных осей, а E  – вектор, 

определяющий смещения начала координат. Случайный вектор 

Y  оказывается также распределенным нормально с парамет-

рами:  

  , , 0,1Y Y T
l l l lM CM E B CB C l    . (1.3) 
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0 1

0 0
, ,

0 0

5, 20B M

a a
B B

a a

 

   
    
   

 

; 

 

0 1

0 0
, ,

0 0

5, 18B M

a b
B B

b a

 

   
    
   

 

; 

 

0 1, ,

3.5, 14B M

a b a b
B B

b a b a

 

   
    
   

 

; 

 

0 1, ,

1, 0B M

a b a b
B B

b a b a

 

   
    
   

 

. 

Рисунок 1.1 – Примеры реализаций нормально распределенных случайных 

векторов ( 0 1" ", " "f f    , a>b>0) 
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Подставляя (1.3) в выражения для расстояний (1.1) и (1.2) и 

учитывая справедливость тождеств для произвольных невырож-

денных матриц C и B 

    
1 1 1, ,

T T TBC B C BC C B BC C B
     , 

убеждаемся в справедливости приведенного утверждения. 

1.1.4 Моделирование бинарных случайных векторов  

с независимыми координатами 

Пусть  0 1, ,
T

nX X X   – n-мерный бинарный случайный 

вектор, компоненты которого принимают одно из двух значений 

 0,1 . Закон распределения бинарного случайного вектора зада-

ется совокупностью вероятностей  P X x  для всех возможных 

значений  0 1, ,
T

nx x x   вектора. Если координаты вектора 

X  независимы, то распределение вероятностей записывается  

в виде  

        
1 1

0 0

1 1
n n

i i i i i i

i i

P X x P X x p x p x
 

 

        ,  

где  1i ip P X  . Таким образом, для формирования одной реали-

зации бинарного случайного вектора с независимыми координата-

ми необходимо получить по одной реализации каждой из n бинар-

ных случайных величин  0, 1iX i n  . 

Способ моделирования бинарной случайной величины X  

с распределением вероятностей    1 , 0 1P X p P X p      осно-

ван на следующих очевидных соотношениях: 

    0 1 1 , 1 1P U p p P p U p         ,  
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где U – равномерно распределенная на отрезке  0,1  случайная ве-

личина:  ~ 0,1U R . Таким образом случайные величины U и X свя-

заны соотношением  

  1X U p    , 

где    – целая часть числа. Следовательно, компоненты одной 

реализации искомого вектора могут быть получены по формуле 

  1 0 1ix u p , i ,ni i
      ,  

здесь iu  – независимые реализации случайной величины U . 

1.2 Порядок выполнения лабораторной работы 

1.2.1 Исходные данные 

 Вариант задания (предоставляется преподавателем).  

 Математические ожидания для трех наборов двумерных 

нормально распределенных случайных векторов (из соответ-

ствующего варианта задания, см. раздел 7). 

 Два бинарных вектора (из соответствующего варианта зада-

ния, см. раздел 7). 

1.2.2 Общий план выполнения работы 

1. Разработать алгоритм моделирования нормально распреде-

ленного случайного вектора с заданными математическим 

ожиданием и корреляционной матрицей. 

2. Смоделировать и изобразить графически обучающие выборки 

объема N=200 для двух нормально распределенных двумер-

ных случайных векторов с заданными математическими ожи-

даниями и самостоятельно подобранными равными корреля-

ционными матрицами.  
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3. Смоделировать и изобразить графически обучающие выборки 

объема N=200 для трех нормально распределенных двумер-

ных случайных векторов с заданными математическими ожи-

даниями и с неравными корреляционными матрицами, кото-

рые выбрать самостоятельно.  

4. На основании полученных выборок найти точечные оценки 

параметров нормального закона для каждого из распределе-

ний.  

5. Смоделировать обучающие выборки объема N=200 двух би-

нарных случайных векторов с распределениями, которые 

обеспечивают вероятность изменения указанной в представи-

теле компоненты случайного вектора, равной 0.3p .  

1.2.3 Содержание отчета 

Отчет по работе должен содержать:  

 исходные параметры моделируемых нормальных распределе-

ний; их оценки, полученные по обучающим выборкам, рас-

стояния Бхатачария и Махаланобиса; 

 графическое изображение значений векторов и имена файлов 

(с расширением .npy), в которые они записаны; 

 распределения бинарных случайных векторов и имена запи-

санных файлов, содержащих их реализации (с расширением 

.npy). 
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2 ОПТИМАЛЬНЫЕ СТРАТЕГИИ ТЕОРИИ  

СТАТИСТИЧЕСКОГО РАСПОЗНАВАНИЯ ОБРАЗОВ 

Цель работы – изучение теоретических основ и экспери-

ментальное исследование методов построения классификато-

ров, соответствующих оптимальным стратегиям принятия ре-

шений.  

В лабораторной работе изучаются методы построения клас-

сификаторов, основанные на байесовской стратегии, минимаксной 

стратегии и стратегии Неймана-Пирсона, то есть при наличии раз-

личного количества априорной информации. В качестве примеров 

приводятся типовые задачи распознавания образов.  

2.1 Теоретические основы лабораторной работы 

2.1.1 Постановка задачи классификации 

Пусть задано некоторое множество из I подлежащих распо-

знаванию объектов: 

  0 1 1, , , I    ,  

и задано его разбиение на L непересекающихся подмножеств, 

называемых в дальнейшем образами или классами: 

  0 1 1, , , LP     , 
1

0

L

l

l





  .  

Пусть каждый из объектов   представляется набором 

числовых характеристик, называемым вектором признаков:  

  0 1 1, , ,
T

Nx x x x  .  

Задача классификации заключается в отыскании решающего 

правила, которое по заданному вектору признаков  x   указыва-
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ет, какому классу l  принадлежит соответствующий объект  . 

Построение такого решающего правила эквивалентно разбиению 

метрического пространства признаков  :D x x D   на множе-

ство непересекающихся областей:  

  0 1 1, , ,D LP D D D  , 
1

0

L

l

l

D D




 . (2.1) 

При этом решение о принадлежности некоторого объекта    

к классу l  принимается в том случае, если соответствующий 

объекту вектор признаков  x D   принадлежит области lD .  

Решающее правило, предназначенное для указания, какой об-

ласти lD  признакового пространства D  принадлежит 

предъявленный вектор признаков x , называется классифи-

катором.  

В идеале классификатор должен быть таким, чтобы области, выде-

ляемые в пространстве признаков, соответствовали классам, то 

есть в идеале для элементов множеств P  и DP  должно выпол-

няться следующее условие: объект   принадлежит классу l  то-

гда и только тогда, когда соответствующий объекту вектор при-

знаков  x   принадлежит области lD : 

  : l lx D       . (2.2) 

Как правило, на практике данное условие не выполняется, и 

существует вероятность неверно проклассифицировать объект или 

допустить ошибку при распознавании.  

Обозначим далее 

  , 0, 1ljp l j L    
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вероятность того, что классификатор принимает решение об отне-

сении вектора признаков некоторого объекта к области jD , в то 

время как сам объект принадлежит классу l : 

  lj j lp P X D   .  (2.3) 

При l j  вероятности ljp  характеризуют ошибки распознавания и 

называются вероятностями неверной или ошибочной классифика-

ции, а вероятности llp  определяют вероятности верной (правиль-

ной) классификации представителей соответствующего класса. 

Уменьшение вероятностей ошибочной классификации – это ос-

новная задача, которая возникает при построении классификатора. 

Обычно классификатор задается не в виде областей признако-

вого пространства (2.1), а в виде набора так называемых дискри-

минантных или решающих функций     , 0, 1ld x l L   . При 

этом процесс принятия решения осуществляется по следующему 

правилу: объект считается принадлежащим тому классу, дискри-

минантная функция которого для соответствующего вектора при-

знаков является максимальной:  

        : l j lj l d x d x x D       . (2.4) 

Замечание 1. Выбор решающих функций не единственен. Наряду 

с функциями    , 0, 1ld x l L   решающими функциями также яв-

ляются:  

•      1 2lg x d x g x , где  1g x  – любая неотрицательная функ-

ция, а  2g x  – любая функция, не зависящая от номера класса l;  

•   ld x , где    – любая монотонно возрастающая функ-

ция, не зависящая от номера класса.  
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Часто за счет приведенных преобразований удается существенно 

упростить вид классификатора. 

2.1.2 Качество классификатора 

Качество классификатора характеризуется величиной, назы-

ваемой в теории статистических решений условным средним 

риском. Она задает среднюю величину потерь, связанных с приня-

тием классификатором решения об отнесении данного вектора 

признаков x  к классу с номером j: 

 
1

0

1
( ) ( ) ( / )

( )

L

j lj l l
l

R x c P f x
f x





   . (2.5) 

В данном выражении:  

  lP   – априорная вероятность появления объектов из 

класса l ;  

 ( / )lf x   – условная плотность вероятностей случайного век-

тора признаков X  для объектов класса l ;  

 ( )f x  – безусловная плотность вероятностей случайного век-

тора X ;  

 элементы квадратной матрицы  

 
1

, 0

L

lj l j
С с




  (2.6) 

характеризуют величины штрафов или потерь за ошибки класси-

фикатора. Матрица C может быть достаточно произвольной. 

Единственным ограничением на ее элементы является то, что 

штраф за ошибочное решение должен быть больше, чем штраф за 

решение правильное, то есть lj llc c .  
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Интегральной величиной, характеризующей качество класси-

фикатора, является математическое ожидание потерь или общий 

риск, который с учетом (2.5) и (2.3) имеет вид 

      
1 1 1

0 0 0
j

L L L

j lj l lj
j j lD

R R x f x dx c P p
  

  

    . (2.7) 

Процесс классификации аналогичен игре двух лиц с нулевой 

суммой, в которой одним из игроков является классификатор.  

В такой игре выигрыш (проигрыш) одного из участников равен 

проигрышу (выигрышу) другого. Выбор оптимальной стратегии  

в игре зависит от количества исходной информации. Могут ис-

пользоваться байесовская, минимаксная стратегии или стратегия 

Неймана-Пирсона. В зависимости от того, какая из стратегий ис-

пользуется для построения классификатора, последний называют, 

соответственно, байесовским классификатором, минимаксным 

классификатором или классификатором Неймана-Пирсона. 

2.1.3 Оптимальные стратегии классификации: 

классификатор Байеса 

Байесовская стратегия используется при наличии полной 

априорной информации о классах, то есть когда известны: 

 функции правдоподобия для каждого из классов; 

 матрица штрафов; 

 априорные вероятности для каждого из классов. 

Стратегия решения выбирается таким образом, чтобы обеспе-

чить минимум общего риска (2.7). Минимальный общий риск при 

этом называется байесовским риском. В соответствии с выражени-

ями (2.5) и (2.7) минимум общего риска R будет обеспечен, если 

разбиение пространства признаков D будет осуществляться по 

следующему правилу: вектор x D  относится к области lD  толь-
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ко тогда, когда соответствующий условный средний риск  lR x  

минимален:  

 ( ) ( )l j lj l R x R x x D     .  (2.8) 

Графическая иллюстрация байесовской стратегии приведена на 

рисунке 2.1а.  

Если матрица потерь (2.6) является простейшей1, то после 

подстановки в (2.8) выражения для условного среднего риска (2.5) 

имеем следующий явный вид байесовского классификатора (рису-

нок 2.1б):  

        l l j j lj l P f x P f x x D         . (2.9) 

Из (2.9), в частности, видно, что решающими функциями бай-

есовского классификатора являются функции 

 ( ) ( ) ( ), 0, 1l l ld x P f x l L     . (2.10) 

Часто используют также следующую форму записи байесов-

ского классификатора: 

 
( )( )

( )( )

jl
l

lj

Pf x
j l x D

Pf x


    


. (2.11) 

При этом функция  
( )

( )

l
lj

j

f x
x

f x


 


 называется отношением 

правдоподобия, а величина 
( )

( )

j
jl

l

P

P






 – пороговым значением.  

                                                      

1 Матрица потерь С называется простейшей, если ее элементы 
0,

1,
ij

i j
c

i j





.  
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x

R0(x)

R1(x)

R2(x)

D1
D0 D2

 
 

а 
 

x

P(1)f(x/1)

P(0)f(x/0)
P(2)f(x/2)

D1
D0 D2

 

б 
 

Рисунок 2.1 – Построение байесовского классификатора для простейшей 

матрицы штрафов: а – байесовская стратегия минимизации общего риска; 

б – байесовская классификатор  
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Таким образом, байесовский классификатор основан на сравнении 

отношения правдоподобия с пороговым значением:  

 ( )lj jl jj l x x D      ,  

и называется поэтому классификатором отношения правдопо-

добия. 

Легко показать, что при произвольном виде матрицы штра-

фов в случае двух классов байесовский классификатор имеет 

вид 

 
 

 
10 01 001

01 10 110

( )( )

( )( )

DP c cf x
x

DP c cf x

  
 

   
  

с дискриминантными функциями: 

  (1 )( ) ( ) ( ), 0,1j j j j jj jd X P c c f x j     .  

2.1.4 Оптимальные стратегии классификации: 

минимаксный классификатор 

Классификатор, основанный на минимаксной стратегии, ис-

пользуется для случая двух классов и если известны: 

 функции правдоподобия для каждого из классов; 

 матрица штрафов. 

Минимизировать величину общего риска при отсутствии ин-

формации об априорных вероятностях классов, очевидно, невоз-

можно. В то же время, предполагая возможность произвольного 

изменения значений априорных вероятностей классов, можно ми-

нимизировать максимально возможное значение риска. Действи-

тельно, общий риск (2.7) в случае двух классов может быть пред-

ставлен в следующем виде: 

          11 10 10 11 0 00 01 01 00 11 10 10 11R c p c c P c p c c c p c c            
. (2.12) 
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При фиксированном классификаторе изменение априорной веро-

ятности приводит к изменению величины общего риска, причем 

характер зависимости в (2.12) линейный (рисунок 2.2).  

Поэтому поиск классификатора, минимизирующего макси-

мально возможную величину общего риска, эквивалентен поиску 

такого байесовского классификатора, для которого величина (2.12) 

является постоянной, не зависящей от значения априорной вероят-

ности  0P   величиной. Таким классификатором, очевидно, яв-

ляется байесовский классификатор, удовлетворяющий следующе-

му дополнительному условию:  

      00 01 01 00 11 10 10 11 0c p c c c p c c      . (2.13) 

Из рисунка 2.2 видно, что значение величины общего риска для 

минимаксного классификатора равно максимальному значению 

байесовского (минимального) риска. Пара априорных вероятно-

стей     * *
0 0,1P P   , при которых байесовский риск прини-

мает максимальное значение, называется наименее благоприят-

ным распределением априорных вероятностей.  

Таким образом, минимаксный классификатор – это байесов-

ский классификатор, полученный для пары наименее благоприят-

ных априорных вероятностей.  

В более простой ситуации, когда элементы матрицы штрафов 

таковы, что  

 00 11 10 1 01 00, ,c c c c c c    ,  

условие (2.13) преобразуется в следующее:  

 01 0 10 1p c p c . (2.14) 

Последнее выражение представляет собой условие выбора об-

ластей 0 1,D D  в байесовском классификаторе. 
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0 1 P(0)P
*
(0)
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R
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байесовский
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R
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Рисунок 2.2 – Иллюстрация минимаксной стратегии  

построения классификатора 
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2.1.5 Оптимальные стратегии классификации: 

 классификатор Неймана-Пирсона 

Классификатор, основанный на стратегии Неймана-Пирсона, 

используется для случая двух классов, и если известны только 

функции правдоподобия для каждого из классов. Суть стратегии 

Неймана-Пирсона состоит в следующем: задается допустимое зна-

чение вероятности ошибки первого рода1 0p , а затем классифика-

тор строится таким образом, чтобы обеспечить минимум вероят-

ности ошибки второго рода 1p : 

 0 1

1
,

*
0 0

min

.

D D
p

p p




 

 (2.15) 

Решением задачи Неймана-Пирсона является классификатор 

вида  

  
 
 

1 1

0 0

f x x D
x

f x x D


   
   

 

, (2.16) 

где значение пороговой величины  определяется, исходя из усло-

вия: 0 0p p  (Рисунок 2.3). Из выражения (2.16) следует, что  

классификатор Неймана-Пирсона – это классификатор отно-

шения правдоподобия. 

                                                      
1 Критерий Неймана-Пирсона в теории статистических решений традиционно 

используется для проверки гипотез. Поскольку в классической постановке задачи 

используется только две возможные гипотезы, то различают два типа ошибок:  

 ошибку первого рода 0p  – в контексте настоящего изложения 0 01p p , 

 ошибку второго рода 1p  – в контексте настоящего изложения 1 10p p . 

Заметим, что в общем случае 1 0 1p p  . В дальнейшем изложении данная тер-

минология и приведенные обозначения также используются. 
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p0
*

D0

f(x/0) f(x/1)

D1



(x)

 
 

Рисунок 2.3 – Иллюстрация стратегии Неймана-Пирсона  

построения классификатора 

2.1.6 Типовые решения оптимальных  

стратегий классификации:  

нормально распределенные вектора признаков 

На практике часто возникает задача распознавания детерми-

нированных объектов или сигналов в условиях помех. Она стала 

традиционной в таких дисциплинах, как теория сигналов, обработ-

ка изображений, распознавание образов. В настоящем и следую-

щем разделах приведены два достаточно типичных примера по-

становки подобной задачи и ее решения с использованием байе-

совской стратегии. 

Пусть входной сигнал, задаваемый вектором  0 1, ,
T

nx x x   и 

подлежащий распознаванию, представляет собой аддитивную смесь 

детерминированной и шумовой составляющих. Будем считать, что 

наблюдаемые вектора имеют нормальный закон распределения  

в каждом из L классов, то есть имеют плотность вероятностей вида  

 
 

   1

2

1 1
exp , 0, 1

2
2

T

l l l ln

l

f x x M B x M l L

B

 
       

 
. (2.17) 
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Здесь  

   
T

l l l lB M X M X M
 

    
 

,  l lM M X    

корреляционная матрица и математическое ожидание вектора 

признаков из класса l  соответственно. Математические ожида-

ния или средние характеризуют детерминированные составляю-

щие распознаваемых сигналов, а корреляционные матрицы – ха-

рактер шумовой составляющей. Считаются также известными 

априорные вероятности  lP   появления векторов из каждого 

класса. Требуется по реализации x  случайного вектора X  опре-

делить класс, к которому данный вектор принадлежит.  

Решением данной задачи является байесовский классификатор 

с дискриминантными функциями следующего вида:  

     11
( ) ln ln , 0, 1

2

T
l ll l l ld x P B x M B x M l L        . (2.18) 

Выражение (2.18) может быть существенно упрощено в неко-

торых частных случаях. 

Случай 1 

Предположим, что компоненты наблюдаемого вектора X  яв-

ляются независимыми и имеют одинаковую дисперсию XD , то 

есть l XB D I , где I – единичная N N  матрица. Тогда законы 

распределения (2.17) отличаются только средними значениями, а 

решающие функции байесовского классификатора преобразуются 

к следующему виду:  

  
2

( ) 2 ln 0, 1ll X ld x D P x M l L      , (2.19) 

здесь  – евклидова норма. При равных априорных вероятностях 

данное решающее правило приобретает очевидную трактовку:  
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вектор признаков x  относится к тому классу, расстояние до 

центра которого минимально.  

Классификатор в этом случае называют классификатором по 

минимуму евклидова расстояния. Пример разбиения пространства 

признаков при использовании подобного классификатора для слу-

чая трех классов приведен на рисунке 2.4а.  

Нетрудно видеть, что решающие функции (2.19) можно пре-

образовать к линейной форме:  

  
1

( ) ln , 0, 1
2

T T
l l ll X ld x M x M M D P l L      .  

В этом случае разделяющие границы между различными областя-

ми lD , задаваемые соотношениями вида 

       0, 0 1lj l jd x d x d x l j L       ,  

также являются линейными: 

 

     
 

 
1

( ) ln , 0 1
2

T T l
l j l j l jlj X

j

P
d x M M x M M M M D l j L

P


         


. 

Случай 2 

Предположим, что все корреляционные матрицы одинаковы: 

lB B . Тогда решающие функции байесовского классификатора 

представимы в виде  

      1( ) 2ln , 0, 1
T

l ll ld x P x M B x M l L       .  

Величина  

    1( , )
T

l l lx M x M B x M     (2.20) 
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называется расстоянием Махаланобиса между векторами x  и 

lM  и является мерой близости вектора x  к центру класса l , 

учитывающей как дисперсии компонент вектора X , так и их 

взаимную корреляцию. Очевидно, что в данной ситуации клас-

сификатор снова оказывается классификатором по минимуму 

расстояния Махаланобиса (рисунок 2.4б). Кроме того, и реша-

ющие функции, и разделяющие границы снова являются линей-

ными:  

  1 11
( ) ln , 0, 1

2

T T
l l ll ld x M B x M B M P l L       ,  

 
     

 

 
1 11

( ) ln ,
2

0 1,

T T l
l j l j l jlj

j

P
d x M M B x M M B M M

P

l j L

  
     



   

  

Случай 3 

В ситуации, когда все корреляционные матрицы различны, 

необходимо пользоваться выражением (2.18) для дискриминант-

ных функций. Разделяющие границы в этом случае представляют-

ся в следующем виде:  

   

 

 
 

1 1 1 1

1 1

1

2

1 1 1
ln ln 0

2 2 2

T T T
l jlj j l l j

T T j l
j j l lj l l

l j

d x x B B x M B M B x

B P
M B M M B M j l x D

B P

   

 

      
 

 
         
 
 

  

 

и являются, очевидно, квадратичными функциями. Такие границы 

называются гиперквадриками (гиперсферы, гиперпараболы и т.д., 

пример их приведен на рисунке 2.4в), а сам классификатор назы-

вается квадратичным. 
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а 
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в 
 

Рисунок 2.4 – Байесовский классификатор в случае нормально 

распределенных векторов признаков: а – признаки статистически 

независимые и одинаково распределенные; б – корреляционные матрицы 

одинаковы; в – корреляционные матрицы различны 
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2.1.7 Типовые решения оптимальных стратегий 

классификации: бинарные вектора признаков 

На практике достаточно часто возникает задача распознавания 

векторов признаков, компоненты которых являются бинарными. Эта 

задача, в частности, решается при автоматическом распознавании 

печатного текста в известных системах CuneiForm и FineReader. Ни-

же приведено ее решение с использованием байесовской стратегии. 

Пусть закон распределения бинарного случайного вектора X  

для каждого из классов  0, 1l l L    задан распределением веро-

ятностей  lP X x  ; пусть также известны априорные вероятно-

сти появления представителей каждого класса и матрица штрафов. 

При наличии этой информации выражение для условного 

среднего риска (2.5) переписывается с учетом дискретного харак-

тера вектора признаков в следующем виде: 

  
 

   
1

0

1 L

j lj l l
l

R x c P P X x
P X x





   


 .  

Предположим, что матрица штрафов является простейшей. То-

гда байесовский классификатор может быть записан в одной из двух 

форм: либо в терминах дискриминантных функций (2.10), либо  

в терминах отношения правдоподобия (2.11). С учетом дискретного 

характера вектора признаков эти выражения имеют следующий вид:  

           l l l j j j lj l P P X x d x d x P P X x x D             ,  

 
( )( )

( )( )

jl
lj jl l

lj

PP X x
j l x D

PP X x


 
      

 
. (2.21) 

В общем случае аналитически получить окончательные выра-

жения для байесовского классификатора не представляется воз-

можным. Однако это может быть сделано в предположении неза-

висимости компонент вектора признаков. В этом случае  
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1

0

N

l i i l

i

P X x P X x




     .  

Учитывая, что возможные значения компонент вектора “0” или “1”, 

получаем следующее выражение для дискриминантной функции:  

          
1

0

1 1 1 1 , 0, 1
N

l l i l i i l i

i

d x P P X x P X x l L




           . 

Окончательным решением задачи является классификатор  

с дискриминантной функцией вида  

 

       

 

 

1

0

1

0

ln ln 1 1

1
ln ,

1 1

N

l l i l
i

N
i l

i
i li

d x P P X

P X
x

P X









 
       
  

  
       





  

который, очевидно, является линейным. Аналогичным образом 

можно получить выражение для байесовского классификатора  

в терминах отношения правдоподобия (2.21):  

 ( )lj jl lj l x x D      ,  

где 

 

 

 

 

 
 

 
 

 
 

1

0

1

0

,

1 11
ln

1 1 1

1 1
ln ln .

1 1

N
i

lj lj i
i

i ji li
lj

i l i j

N
j i j

jl
l i li

x w x

P XP X
w

P X P X

P P X

P P X










  

    
  
     
 

      
    
      
   





 (2.22) 
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Очевидно, отношение правдоподобия также является линейной 

функцией компонент вектора признаков. Пример байесовского 

классификатора в терминах отношения правдоподобия приведен 

на рисунке 2.5. 

2.1.8 Вычисление вероятностей  

ошибочной классификации: общий случай 

Эффективность любого классификатора характеризуется ве-

роятностями ошибок. Однако их нахождение в общем случае ока-

зывается достаточно сложной задачей, поскольку требует вычис-

ления многомерных интегралов:  

   , , , 0, 1

j

lj l

D

p f x dx l j l j L     . (2.23) 

При использовании байесовского классификатора, который 

является классификатором отношения правдоподобия, многомер-

ный интеграл (2.23) может быть заменен одномерным от плотно-

сти вероятностей отношения правдоподобия ij в каждом из клас-

сов. В частности, в случае двух классов для вероятностей ошибок 

имеем следующие выражения:  

    0 0 1 1,p f u du p f u du







 



     , (2.24) 

где  

  
 
 

1

0

f X
X

f X


 


, 

 

 
0

1

P

P






 , 

здесь  – пороговое значение. Плотность вероятностей отношения 

правдоподобия удается найти далеко не всегда. Однако, когда слу-

чайный вектор X  имеет нормальный закон распределения, это 

может быть сделано. 
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а 
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в 

 
г 

 
д 

 
е 

Рисунок 2.5 – Пример байесовского классификатора  

для бинарных векторов признаков: а – представитель класса 0 ;  

б – представитель класса 1 ; в – распределение  01ijP X   ;  

г – распределение  11ijP X   ;  

д – компоненты вектора 01w ; е – компоненты вектора  01w  
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2.1.9 Вычисление вероятностей ошибочной классификации: 

нормально распределенные вектора признаков 

Пусть вектор признаков в каждом из двух классов характери-

зуется нормальным законом распределения, причем все корреля-

ционные матрицы являются равными  0,1lB B l  . Тогда слу-

чайная величина  ln( )X   имеет нормальный закон распреде-

ления с параметрами: 

 

       

       

       

0 0 0 1

1 1 0 1

0 1

1
ln , ,

2

1
ln , ,

2

ln , , 0,1,l l

M M X M M

M M X M M

D D X M M l







     

     

      

  

где  0 1,M M  – расстояние Махаланобиса между векторами 

средних 0M  и 1M . Выражения для вероятностей ошибок (2.24) 

преобразуются к следующему виду:  

 
 

 

 

 

0 1 0 1

0 1

0 1 0 1

1 1
, ,

2 21 ,
, ,

M M M M

p p
M M M M

   

 

   
    

     
   
   

,  

где    – функция Лапласа, а  

 
  

  
0 01 00

1 10 11

ln ln
P c c

P c c
 

  
      

  

новая пороговая величина (рисунок 2.6). В частном случае, когда 

матрица штрафов является простейшей и априорные вероятности 

классов совпадают, тогда имеем:  
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    0 0 1 0 0 1
1 1

1, 0, 1 , ,
2 2

p M M p M M   
   

        
   

.  

Общий риск при этом определяется нижеследующей форму-

лой и монотонно убывает с ростом расстояния Махаланобиса 

между средними:  

  0 1
1

1 ,
2

R M M
 

  
 

.  

Минимаксный классификатор  

Предположим, что матрица штрафов имеет следующие эле-

менты: 01 10 00 11, 0c c c c c    . Тогда соотношение (2.14) для вы-

бора разделяющей границы байесовского классификатора, соот-

ветствующего минимаксной стратегии, превращается в равенство 

вероятностей ошибочной классификации: 0 1p p . С учетом выра-

жений (2.24) получаем, что пороговое значение для минимаксного 

классификатора: 1, 0   . 

p0

0


- /2 /2

p1

0 1

 
 

Рисунок 2.6 – Плотности вероятностей логарифма отношения 

правдоподобия для нормально распределенных признаков  

с равными корреляционными матрицами 

Классификатор Неймана-Пирсона  

Используя условие (2.15) и равенства (2.24), получаем, что 

пороговое значение классификатора Неймана-Пирсона определя-

ется по формуле  



 

 39 

      1 *
0 1 0 1 0

1
, , , 1

2
e M M M M p         ,  

где *
0p  – заданная величина вероятности ошибки первого рода. 

2.1.10 Вычисление вероятностей ошибочной классификации: 

бинарные вектора признаков 

Получить аналитическое выражение для вероятностей оши-

бочной классификации бинарных векторов признаков в общем 

случае невозможно. Однако при небольшой размерности векто-

ра признаков ( 26N ) значения этих вероятностей можно вы-

числить на ПЭВМ, используя дискретный аналог формулы 

(2.23):  

  , , , 0, 1

j

lj l
x D

p P X x l j l j L



      ,  

поскольку в признаковом пространстве находится всего 2N  эле-

ментов. Когда число компонент вектора признаков велико, можно 

получить приближенные выражения для вероятностей ошибочной 

классификации, если предположить независимость компонент 

случайного вектора X . В подобной ситуации в соответствии  

с центральной предельной теоремой можно считать закон распре-

деления случайной величины  lj lj X   нормальным. Для про-

стоты рассмотрим ситуацию с разделением двух классов. В этом 

случае числовые характеристики закона распределения случайной 

величины 10  имеют вид  

 

  
 

 

 

 
 

10

1
1 0

1 00

1 1 1
ln 1 , 0,1.

1 1 1

l l

N
i i

i l
i ii

m M X

P X P X
P X l

P X P X
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2
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l l

N
i i

i l i l
i ii

D X

P X P X
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,  

а для вероятностей ошибочной классификации получаем следую-

щие приближенные выражения:  

 0 1
0 1

0 1

1 ,
m m

p p
 

 

    
     

  
, где 

 

 
0

1

ln
P

P






.  

В ситуации, когда условия центральной предельной теоремы 

не выполняются, а компоненты вектора независимы, можно вос-

пользоваться следующими выражениями для верхних границ ве-

роятностей ошибок, вытекающих из неравенства Чебышева: 

 

   

2 2
0 1

0 12 2
0 1

,p p

m m

 

 
 

 

.  

2.1.11 Экспериментальная оценка  

вероятностей ошибочной классификации 

На практике воспользоваться аналитическими выражениями 

для вычисления вероятностей ошибок классификации чаще всего 

не представляется возможным. Поэтому единственным способом 

определения искомых вероятностей является их статистическое 

оценивание.  

 Пусть выборочные данные представлены в виде набора из 

N объектов  
1

0

N
i i





 класса 0  и N рассчитанных по ним векторов 

признаков   
1

0

N
i i

x 



 (при этом говорят, что задана обучающая 

выборка объема N из класса 0 ), а также задан некоторый клас-
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сификатор, производящий классификацию объектов в соответ-

ствии со следующим правилом:  

    0

0

0d x





 
 

 
.  

Обозначим 0p  – истинное значение вероятности ошибочной 

классификации объектов класса 0 :  

   0 0 0p P d X   .  

Наилучшей точечной оценкой вероятности 0p , как известно, 

является относительная частота события   0 0d X   : 

    
1

0
0

1
0

N

i
i

p I d x
N






  . (2.25) 

Качество оценки (2.25) можно охарактеризовать величиной ее 

относительной погрешности, которая имеет вид  

 
  1D p p

p Np



  .  

Последнее выражение можно использовать также с целью 

определения необходимого объема N обучающей выборки для по-

лучения оценки вероятности с заранее заданной относительной 

погрешностью .  

Замечание 2. Аналогично (2.26) выглядит оценка вероятности 

lp  ошибочной классификации объектов класса l  и вероятностей 

ljp  ошибочной классификации объектов из класса l  в класс j  

по обучающим выборкам из соответствующих классов. 
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2.2 Порядок выполнения лабораторной работы 

2.2.1 Исходные данные 

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) и 

содержащих наборы двумерных нормально распределенных 

векторов признаков для ситуации равных корреляционных 

матриц; параметры этих законов распределения. 

 Три файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) и 

содержащих наборы двумерных нормально распределенных 

векторов признаков для ситуации неравных корреляционных 

матриц; параметры этих законов распределения. 

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) и 

содержащие наборы бинарных векторов признаков, распреде-

ления вероятностей бинарных векторов.  

2.2.2 Общий план выполнения работы 

1. Построить байесовскую решающую границу между классами 

0  и 1  двумерных нормально распределенных векторов при-

знаков для случая равных корреляционных матриц и равных 

априорных вероятностей и изобразить ее графически. Вычис-

лить вероятности ошибочной классификации и суммарную ве-

роятность ошибочной классификации в этом случае. 

2. Построить минимаксный классификатор и классификатор 

Неймана-Пирсона для вероятности ошибки первого рода 

*
0 0.05p   для двух классов 0  и 1  двумерных нормально 

распределенных векторов признаков в случае равных корре-

ляционных матриц. Изобразить решающие границы получен-

ных классификаторов графически. 
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3. Построить байесовскую решающую границу между классами 

0 , 1  и 2  двумерных нормально распределенных векто-

ров признаков для неравных корреляционных матриц и рав-

ных априорных вероятностей. Изобразить полученные реша-

ющие границы графически. Для любых двух классов оценить 

экспериментально вероятности ошибочной классификации  

в этом случае и определить относительную погрешность по-

лученных оценок для заданного объема обучающей выборки 

N. Определить объем обучающей выборки, обеспечивающий 

получение оценок вероятностей ошибочной классификации  

с погрешностью не более 5%. 

4. Построить байесовскую разделяющую границу между клас-

сами 0  и 1  двумерных бинарных векторов признаков. Вы-

числить вероятности ошибочной классификации аналитиче-

ски и оценить их экспериментально.  

2.2.3 Содержание отчета 

Отчет по работе должен содержать:  

 Аналитические выражения для классификаторов, полученных 

в результате выполнения пп.1–3 плана, и графическое изоб-

ражение соответствующих им решающих границ вместе  

с элементами обучающих выборок. 

 Параметры классификатора, полученного в результате выпол-

нения п.4 плана, и его графическое изображение. 

 Вероятности ошибочной классификации для построенных  

в пп.1–4 плана классификаторов, найденные аналитически и 

экспериментально. Для первого случая привести расчетные 

формулы, для второго – относительную погрешность оценки и 

объем выборки, гарантирующий величину погрешности не 

более 5%. 
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3 ЛИНЕЙНЫЕ КЛАССИФИКАТОРЫ 

Цель работы – изучение теоретических основ и эксперимен-

тальное исследование методов построения линейных классифика-

торов для распознавания образов. 

В лабораторной работе изучаются методы построения линей-

ных классификаторов, основанные на критериях минимума сум-

марной вероятности ошибочной классификации, минимума сред-

неквадратической ошибки решения, максимума критерия Фишера. 

Также изучаются итерационные методы настройки классификато-

ров: алгоритм персептрона и алгоритмы, основанные на методе 

стохастической аппроксимации. 

3.1 Теоретические основы лабораторной работы 

3.1.1 Постановка задачи построения линейного 

классификатора 

Классификатор называется линейным, если его дискрими-

нантная функция является линейной, то есть допускает представ-

ление в виде  

 ( )
T

Nd x W x w  , (3.1) 

где  0 1,...,
T

Nx x x   – вектор признаков, который определяет образ 

объекта, подлежащего классификации,  0 1,...,
T

NW w w   – вектор 

весовых коэффициентов классификатора, Nw  – пороговое значение. 

При этом процесс принятия решения о номере класса текущего объ-

екта производится в соответствии со следующим правилом:  

  
1

0

10

0
N

i i N
i

d x w x w X




 
   

 
 . (3.2) 
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Задача синтеза линейного классификатора заключается в по-

иске вектора коэффициентов W  и порогового значения Nw  опти-

мальным в каком-либо смысле образом.  

Известно [3,5,6,8,9,11,12], что байесовский классификатор  

в случае нормальных распределений с равными корреляционными 

матрицами является линейным. Однако часто равенство корреля-

ционных матриц является неприемлемым предположением и, бо-

лее того, возникает необходимость построения линейного класси-

фикатора вообще отказываясь от нормальности распределений. 

3.1.2 Линейный классификатор, минимизирующий суммарную 

вероятность ошибочной классификации 

Предположим, что случайная величина  d X  (как функция 

случайного вектора X ) распределена по нормальному или близ-

кому к нему закону распределения в каждом из классов 0  и 1 . 

В этом случае для вычисления вероятностей ошибок достаточно 

знать лишь математические ожидания и дисперсии случайной ве-

личины  d X  в каждом из классов.  

Действительно, параметры одномерных нормальных распре-

делений случайной величины  d X  имеют вид  

 
  

  2

,

, 0,1,

T
ll l N

T
l l l

m M d X W M w

D d X W B W l

   

   

 (3.3) 

где  

 

 

   
,

, 0,1

l l

T
l l l l

M M X

B M X M X M l

 

    
 –  
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вектор математических ожиданий и корреляционная матрица слу-

чайного вектора X  соответственно. В силу же (2) вероятности 

ошибочной классификации первого и второго рода [8,12,6] запи-

сываются следующим образом:  

  
0

1 1dp f u du



  ,  0 0

0

dp f u du



  , (3.4) 

где      2~ , , 0,1d l l lf u N m l   – плотности вероятностей нор-

мального закона распределения с соответствующими параметрами.  

Зададим критерий оптимальности линейной дискриминантной 

функции в виде  

    0 0 1 1
,

min
NW w

R P p P p     , (3.5) 

где    0 1,P P   – априорные вероятности появления объектов 

классов 0 и 1  соответственно. Критерий (3.5), таким образом, 

определяет оптимальную линейную дискриминантную функцию, 

которая дает минимальное значение суммарной вероятности оши-

бочной классификации.  

С учетом (3.4) показатель качества критерия (3.5) может быть 

переписан в следующем виде:  

   

1

1

0

0

2 2

0 1
1 1

exp exp
2 22 2

m

m

u u
R P du P du





 







   
        

   
   

  . (3.6) 

Необходимым условием минимума показателя (3.6), как из-

вестно, является равенство нулю его частных производных по W  

и Nw :  
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 (3.7)  

Подставляя в (7) выражения для частных производных  

 
3

T
ll l l

l l l

m W B mM

W   

 
   

  
,  

 
1

, 0,1l

N l l

m
l

w  

 
   

  
, 

окончательно получим следующую систему уравнений: 

 

 

 

   

2
1 1

11 12 2
1 1 1

2
0 0

00 02 2
0 0 0

22
01

1 02 2
1 01 0

1
exp

2 2

1
exp ,

2 2

1 1
exp exp .

2 22 2

T

T

m m
P M W B

m m
P M W B

mm
P P

  

  

  

   
      

     


  
        

   


  
          

    

 (3.8) 

При выполнении второго равенства в (8) первое уравнение си-

стемы можно переписать в виде 

 01
1 0 1 02 2

1 0

mm
M M B B W

 

 
   

  

. (3.9) 
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Решение уравнения (9) может быть получено с помощью сле-

дующей итеративной процедуры (процедура Петерсона-Матсона): 

    1
1 00 1(1 )W sB s B M M


    , (3.10) 

где  

  
1

2 2 2
0 0 1 1 0 0s m m m  


    , 0 1s  .  

Из выражения для s  следует справедливость равенства 
2 2
0 1 1 0(1 ) 0s m s m    , откуда, учитывая соотношения (3.3), полу-

чаем выражение для Nw : 

 
2 2

1 00 1
2 2
0 1

(1 )

(1 )

T T

N
s M s M

w W
s s

 

 

 


 
. (3.11) 

С использованием выражений (3.10) и (3.11) для W  и nw  

можно построить график зависимости суммарной вероятности 

ошибочной классификации R от единственного параметра 

 0 1s s   и в качестве окончательного ответа принять то значе-

ние параметра, при котором ( )R s  имеет минимум. Пример подоб-

ного решения приведен на рисунке 3.1. 
 

  

s = 0.5 s = 0.2

s = 0.8

    

0

0,05

0,1

0,15

0,2

0,25

0,3

0 0,2 0,4 0,6 0,8 1
s

R

 

Рисунок 3.1 – Построение линейного классификатора,  

минимизирующего суммарную вероятность ошибочной классификации  
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3.1.3 Обобщенная формула построения линейных 

классификаторов для различных критериев.  

Классификатор Фишера 

Изложенный выше подход построения линейного классифи-

катора можно обобщить следующим образом. Рассмотрим некото-

рый критерий 2 2
0 1 0 1( , , , )f m m   , экстремум которого соответству-

ет оптимальному набору параметров линейной дискриминантной 

функции. Тогда справедливы следующие соотношения: 

 

22
0 01 1

2 2
1 01 0

22
0 01 1

2 2
1 01 0

0 ,

0 .
N N N N N

mmf f f f f

m mW W W W W

mmf f f f f

w w w m w m w



 



 

       
        

      


      
                

 (3.12) 

Из соотношений (3) следует, что 

 

2 2

2 , 0,

, 1, 0,1

l l
l

N

l l
l

N

B W
wW

m m
M l

wW

  
 



 
  



.   

Подставляя эти выражения для частных производных в (3.12), 

окончательно получаем следующую общую систему уравнений: 

 

 0 10 12 2
10 1

0 1

2 ,

.

f f f
B B W M M

m

f f

m m

 

    
      

    
 

 

 (3.13) 

Задавая конкретный вид критерия 
2 2

0 1 0 1( , , , )f m m   , из (3.13) 

можно определить вектор весовых коэффициентов W  и пороговое 
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значение Nw  линейной дискриминантной функции, оптимальные 

в смысле этого критерия.  

Классификатор Фишера  

Выберем в качестве критерия 2 2
0 1 0 1( , , , )f m m    функцию вида  

 
 

2
1 0

2 2
1 0

m m
f

 





. (3.14) 

Критерий (3.14) называется критерием Фишера и представляет 

собой меру отличия значений линейной дискриминантной функ-

ции в классах 1  и 0 . Для наилучшего разделения классов необ-

ходимо определить W  и Nw , которые доставляли бы этому кри-

терию максимум. Получаемый при этом линейный классификатор 

называется классификатором Фишера.  

Подставляя выражение (14) в общую систему уравнений (13) 

и игнорируя масштабный множитель линейной функции, получим 

следующее выражение для вектора весовых коэффициентов дис-

криминантной функции: 

    
1

1 01 2
1

2
W B B M M


 

   
 

. (3.15) 

Выражение (3.10) совпадает с (3.15) при значении параметра 0.5s . 

Делая подстановку этого значения s в (3.11), получим выражение 

для порогового значения дискриминантной функции Nw : 

      
1

2 2
1 0 0 11 0 1 02 2

1 0

1 1

2

T

Nw M M B B M M 
 


 

    
 

. (3.16) 

Примечание 

Для ситуации равных корреляционных матриц 1 0B B B   вы-

ражения (15) и (16) преобразуются к следующим:  



 

 51 

  1
1 0W B M M  , (3.15’) 

    1
1 0 0 1

1

2

T

Nw M M B M M   . (3.16’) 

Из (3.15’) и (3.16’) следует, что классификатор Фишера совпадает 

с байесовским классификатором для нормального закона распре-

деления с равными корреляционными матрицами и равными апри-

орными вероятностями классов: 

        1 1
1 0 1 0 0 1

1

2

T T
d x M M B x M M B M M      .   

Пример классификатора Фишера приведен на рисунке 3.2. 

 

  
 

а     б 
 

Рисунок 3.2 – Классификатор Фишера: а – равные корреляционные матрицы;  

б – неравные корреляционные матрицы 

3.1.4 Линейный классификатор,  

минимизирующий СКО решения 

При нахождении линейной разделяющей функции, миними-

зирующей суммарную вероятность ошибочной классификации, 

предполагалось, что в классах 1  и 0  случайная величина  d X  



 

 52 

имеет нормальный закон распределения. Метод, основанный на 

минимизации среднеквадратического отклонения (СКО) решения, 

позволяет получить аналогичные результаты без этого предполо-

жения.  

Пусть при построении классификатора нам для наблюдения 

доступен набор из K значений векторов–реализаций 
1,..., Kx x  слу-

чайного вектора признаков X , относительно каждого из которых 

известно, какому из классов 1  и 0  он принадлежит. В этом 

случае говорят, что задана обучающая выборка.  

Примем далее следующие обозначения: 

 Введем в рассмотрение новый вектор 0 1( ,..., ,1)TNz z z  , фор-

мируемый следующим образом. Для объектов класса 1  век-

тор 0 1( ,..., ,1)TNz x x  , а для объектов класса 0  

0 1( ,..., , 1)TNz x x     . 

 Дополним вектор весовых коэффициентов значением порого-

вой величины, то есть перейдем к пополненному вектору ве-

совых коэффициентов: 

 0 1( ,..., , )TN NW w w w .  

Проведение таких преобразований позволяет записать линей-

ную разделяющую функцию в виде 

 ( ) Td z W z .  

Построение классификатора при этом сводится к определению по-

полненного вектора коэффициентов W  так, чтобы для любых из-

вестных векторов  1,
k

z k K  было справедливо неравенство 

 ( ) 0
T

d z W z  . (3.17) 
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Обозначим  z  наилучшую разделяющую функцию, то есть 

такую функцию, значения которой можно рассматривать в каче-

стве требуемого выхода идеальной дискриминантной функции. 

Как правило,  z  не известна, но ее можно предположительно 

определить на основе обучающей выборки из условия (3.17). 

Например, можно взять   1z  , что соответствует случаю, когда 

на основе обучающей выборки определяется переменная правиль-

ной классификации: 

 
0

1

1,
( )

1,

x
r x

x

 



. (3.18) 

СКО между требуемым и действительным значением разде-

ляющей функции определяется выражением  

  
2

2 T
M Z W Z    
 

, (3.19) 

(здесь математическое ожидание соответствует распределению 

случайного вектора Z  ). Если вместо математического ожидания 

используется среднее по обучающей выборке, то имеем  

  
2

2

1

1 K
T k k

k

W z z
K

 


   
 

 .  

Используя матричную форму записи последнего выражения, по-

лучаем  

  2 1 T TW U Γ U W Γ
N

      
 

, (3.20) 

где  1 2, , KU z z z  – матрица выборочных данных, а 

    1 ,...,
T

NΓ z z   – вектор требуемых значений выхода. Диф-
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ференцируя выражение (3.20) по пополненному вектору коэффи-

циентов и приравнивая частные производные нулю, получим сле-

дующее выражение для W : 

  
1

TW UU UΓ


 .  

Пример классификатора, минимизирующего СКО решения, 

приведен на рисунке 3.3. 

  
 

а 
 

 
 

б 
 

Рисунок 3.3 – Линейный классификатор, минимизирующий СКО решения:  

а – равные корреляционные матрицы;  

б – неравные корреляционные матрицы 
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3.1.5 Последовательная корректировка линейного 

классификатора: алгоритм перцептрона 

Рассмотрим алгоритм, использование которого для расчета 

вектора параметров линейного классификатора не требует запоми-

нания одновременно всех векторов признаков. Вместо этого в па-

мяти ЭВМ следует хранить только текущие оценки параметров, 

которые обновляются всякий раз при поступлении очередного 

вектора наблюдений. Система распознавания такого типа носит 

название перцептрон, а процесс ее итерационной настройки – обу-

чение. Основное преимущество подобных алгоритмов в том, что 

они позволяют использовать бесконечное число наблюдений, рас-

полагая конечным объемом памяти. 

Итак, пусть решается задача распознавания объектов двух 

классов, заданных своими пополненными векторами признаками:  

  0 1 1, , , ,1
T

Nx x x x  . 

Предположим, что в качестве дискриминантной функции выбрана 

линейная и классификатор работает в соответствии со следующим 

правилом: 

 
0

10

( ) 0
N

T
i i

i

d x W x w x x



 
   

 
 ,  

где  0 1 1, , , ,
T

N NW w w w w  – пополненный вектор весовых ко-

эффициентов. 

Пусть  
1

K
k

k
x


 – обучающая выборка объемом K. Обозначим 

 x k  – элемент выборки, используемый на k-м шаге алгоритма 

настройки,  W k  – оценка искомого вектора W  на k-м шаге алго-

ритма.  
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Классический алгоритм обучения перцептрона, предложен-

ный Ф. Розенблатом в [7], выглядит следующим образом:  

 

 

 

   

   

1

0

1

0

( ) , ( )  и ( ) 0 или

      ( )  и ( ) 0,

( 1) ( )  , ( )  и ( ) 0,

( ) - , ( )  и ( ) 0.

T

T

T

T

W k x k W k x k

x k W k x k

W k W k cx k x k W k x k

W k cx k x k W k x k

  

  



    


 



 

Выбор параметра с в алгоритме обучения перцептрона произ-

водится в соответствии с одним из нижеследующих правил.  

Правило 1. Правило фиксированного приращения  

Выбирается произвольное постоянное значение с>0.  

Правило 2. Правило полной коррекции 

Значение параметра с выбирается таким, чтобы текущий век-

тор признаков был проклассифицирован верно. А именно:  

 
 

 

( )

( )

T

T

W k x k
c

x k x k
 . 

В этом случае параметр c является переменным:  c c k . 

Правило 3. Градиентное правило коррекции 

Данное правило используется, если качество линейной дис-

криминантной функции определяется некоторым функционалом 

( )J W , минимизацию или максимизацию которого необходимо 

произвести в процессе настройки классификатора. Экстремум 

функционала может быть найден, если двигаться вдоль градиента 

функции качества, то есть использовать градиентное правило кор-

рекции коэффициентов:  
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1

W W k

J W
W k W k

W





  


, 

где 0  – параметр градиентного алгоритма. Например, при ми-

нимизации СКО, когда  

     
21

2

TJ W x W x  , 

алгоритм обучения выглядит следующим образом:  

              1 TW k W k x k x k W k x k     . 

В этом случае параметр c, очевидно, равен:  

        Tc x k W k x k     

и также, как и в предшествующем случае, зависит от k:  c c k . 

Примечание 

Алгоритм обучения перцептрона сходится за конечное число 

итераций (то есть строится классификатор, безошибочно класси-

фицирующий все элементы выборочных данных), если классы яв-

ляются линейно разделимыми (рисунок 3.4). В противном случае 

алгоритм обучения зацикливается.  

3.1.6 Последовательная корректировка линейного 

классификатора: стохастическая аппроксимация  

и процедура Роббинса-Монро 

Алгоритм обучения перцептрона не сходится, если классы, 

заданные обучающими выборками, не являются линейно раздели-

мыми. Этот факт выдвигает задачу построения алгоритма оцени-

вания вектора коэффициентов линейной разделяющей функции 
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W , сходимость которого была бы гарантирована всегда. Такой 

алгоритм может быть построен с помощью метода стохастиче-

ской аппроксимации.  

Идея метода состоит в том, что критерий  J W  рассматри-

вают как функцию регрессии вида    ,J W MF W X , где 

 ,F W X  – значение функционала качества, наблюдаемого  

в точке X . Метод стохастической аппроксимации позволяет 

определять по результатам наблюдений корень следующего 

уравнения: 

 
( , )

( , ) 0
F W X

M Mh W X
W


 


,  

которое называется уравнением регрессии.  

 

 
 

а  
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б  
 

Рисунок 3.4 – Иллюстрация линейной разделимости классов:  

а – линейно разделимые классы; б – линейно неразделимые классы 

 

Процедура Роббинса-Монро – это итеративная процедура по-

иска корня уравнения регрессии. Обозначим  1W  произвольную 

начальную оценку корня W  и  W k  – оценку этого корня, полу-

ченного на k-м шаге итерации. Тогда решение уравнения регрес-

сии может быть получено в результате следующего итерационного 

процесса: 

    1 ( ( ), ( ))kW k W k h W k X k   , (3.21) 

где k  – элемент последовательности положительных чисел, удо-

влетворяющий следующим условиям: 

 lim 0k
k




 , 

1
k

k






 , 2

1
k

k






 . (3.22) 
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Утверждение [12]: Если последовательность  
1k k





 удо-

влетворяет условиям (3.22) и выполнены некоторые дополнитель-

ные условия, то оценка (3.21) сходится к корню W  в среднеквад-

ратическом и с вероятностью равной единице, то есть  

   
2

0lim
k

M W k W


 ,    1lim
k

P W k W


  .  

Примером последовательности, удовлетворяющей условиям 

(3.22), является последовательность  
1k k





 вида  

 
1 1

 ,        1
2

k
k 

    . 

3.1.7 Общая схема построения линейных классификаторов,  

основанная на методе стохастической аппроксимации 

Зададимся критерием ( )J W  вида  

 ( ) ( ( ))TJ W MF W X X  ,  

где  F  – некоторая выпуклая функция (например, модуль), 

( )X  – требуемый выход разделяющей функции. Дифференцируя 

по W , имеем 

 

( )
( )

0

T
F W X X

J W
M

W W

   
  

 
 

.   

Полученное уравнение является уравнением регрессии. Восполь-

зовавшись теперь процедурой Роббинса-Монро, можно получить 

последовательность оценок вектора коэффициентов линейного 

классификатора, положив  
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( ),

,

T

W W k X X k

F W X X

h W k X k
W



 

   
 


  

и записав алгоритм в виде  

    

 

 

( ),

1

T

k

W W k X X k

F W X X

W k W k
W





 

   
   


,  

где начальный вектор  1W  выбирается произвольно, а последова-

тельность  
1k k





 удовлетворяет условиям (3.22). Рассмотрим два 

из возможных алгоритмов, основанных на методе стохастической 

аппроксимации.  

Алгоритм корректирующих приращений (АКП-алгоритм) 

В АКП–алгоритме критерий качества классификатора задает-

ся в виде  

  ( ) ( )  TJ W M r X W X  ,  

где   

 
1

0

1,
( )

1,

X
r X

X

 


 

 – 

случайная переменная правильной классификации. Поскольку 

производная критерия  

 
 

 sgn ( )
J W

M X r X W X
W


 


,   
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то в соответствии с общей схемой получаем следующий алгоритм 

настройки коэффициентов линейной дискриминантной функции:  

              1 sgn T
kW k W k x k r x k W k x k    . 

Алгоритм можно переписать также в более наглядном виде:  

  
        

        

,    ( ) ,
1

,   ( ) .

T
k

T
k

W k x k r x k W k x k
W k

W k x k r x k W k x k





  
 

 

 

Очевидно, полученный алгоритм корректирует текущую 

оценку вектора коэффициентов на каждом шаге.  

В случае линейной разделимости классов АКП-алгоритм схо-

дится к точному решению, то есть получающийся в результате 

классификатор все векторы признаков обучающей выборки клас-

сифицирует верно. В случае, когда классы линейно разделимыми 

не являются, в пределе получается решение, оптимальное в смыс-

ле минимизации абсолютной величины его расхождения с пере-

менной правильной классификации.  

Алгоритм наименьшей СКО (НСКО-алгоритм) 

В НСКО–алгоритме критерий качества классификатора име-

ет вид  

 
2( ) 0.5 ( ( ) )

T
J W M r X W X   . 

Поскольку производная критерия  

 
 

 ( )
J W

M X r X W X
W


 


, 

то в этом случае имеется следующий алгоритм настройки коэффи-

циентов линейного классификатора:  

              1 T
kW k W k x k r x k W k x k    . 
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Аналогично АКП-алгоритму, в НСКО-алгоритме коррекции 

также производятся на каждом шаге. Отличие заключается 

только в величине этих коррекций. Для линейно неразделимых 

классов алгоритм сходится в смысле минимизации величины 

СКО между решением и переменной правильной классифика-

ции.  

Проблемы алгоритмов и способы их разрешения  

Одной из основных проблем алгоритмов построения линей-

ных классификаторов на основе метода стохастической аппрок-

симации является очень медленная скорость сходимости. Основ-

ные приемы, используемые для ускорения сходимости, следую-

щие:  

 выбор медленно убывающей последовательности  
1k k





, 

 изменение значения k , если только величина  

        Tr x k W k x k   

на соседних итерациях изменила знак,  

 использование «перцептронного приема», при котором 

коррекция вектора коэффициентов производится только  

в случае неверной классификации поступившего вектора 

признаков. 

3.2 Порядок выполнения лабораторной работы 

3.2.1 Исходные данные 

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) и 

содержащих наборы двумерных нормально распределенных 

векторов признаков для ситуации равных корреляционных 

матриц; параметры этих законов распределения; параметры 
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байесовского классификатора для ситуации равных корреля-

ционных матриц (см. раздел 2 настоящего издания).  

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) и 

содержащих наборы двумерных нормально распределенных 

векторов признаков для ситуации неравных корреляционных 

матриц; параметры этих законов распределения; параметры 

байесовского классификатора для ситуации неравных корре-

ляционных матриц (см. раздел 2 настоящего издания).  

3.2.2 Общий план выполнения работы 

Построить линейный классификатор, максимизирующий кри-

терий Фишера, для классов 0  и 1  двумерных нормально рас-

пределенных векторов признаков для случаев равных и неравных 

корреляционных матриц. Сравнить качество полученного класси-

фикатора с байесовским классификатором.  

1. Построить линейный классификатор, минимизирующий сред-

неквадратичную ошибку, для классов 0  и 1  двумерных 

нормально распределенных векторов признаков для случаев 

равных и неравных корреляционных матриц. Сравнить каче-

ство полученного классификатора с классификатором Байеса 

и классификатором Фишера. 

2. Построить линейный классификатор, основанный на процеду-

ре Роббинса-Монро, для классов 0  и 1  двумерных нор-

мально распределенных векторов признаков для случаев рав-

ных и неравных корреляционных матриц. Исследовать зави-

симость скорости сходимости итерационного процесса и ка-

чества классификации от выбора начальных условий и выбора 

последовательности корректирующих коэффициентов. Срав-

нить качество полученного классификатора с байесовским 

классификатором.  



 

 65 

3.2.3 Содержание отчета 

Отчет по работе должен содержать:  

1. Аналитические выражения для классификаторов, полученных 

в результате выполнения пп.1–2 плана, и графическое изоб-

ражение соответствующих им решающих границ вместе  

с элементами обучающих выборок. 

2. Параметры классификатора, полученного в результате выпол-

нения п.3 плана, и его графическое изображение. 

3. Вероятности ошибочной классификации построенных в пп.1–3 

плана классификаторов, найденные экспериментально. Ре-

зультаты сравнения построенных классификаторов с байесов-

ским классификатором.  

4. Графическая иллюстрация работы итерационного процесса 

построения классификатора с помощью процедуры Роббинса-

Монро; результаты исследования скорости сходимости этого 

процесса и качества классификации в зависимости от началь-

ных условий и последовательности корректирующих коэффи-

циентов. 
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4 ЛИНЕЙНЫЕ КЛАССИФИКАТОРЫ.  

МЕТОД ОПОРНЫХ ВЕКТОРОВ 

4.1 Теоретические основы лабораторной работы 

4.1.1 Метод опорных векторов для случая  

линейно разделимых классов 

Рассмотрим линейный классификатор, дискриминантная 

функция которого допускает представление в следующем виде:  

 ( )
T

Nd x w x w   (4.1) 

где  0 1,...,
T

Nx x x D   – вектор признаков, который определяет 

образ объекта  в пространстве признаков D, подлежащего клас-

сификации,  0 1,...,
T

Nw w w   – вектор весовых коэффициентов 

классификатора, Nw  – пороговое значение. Процесс принятия ре-

шения о номере класса текущего объекта производится в соответ-

ствии со следующим правилом:  

  
1

0

10

0
N

i i N
i

D
d x w x w X

D





 
   

 
 . (4.2) 

Здесь 0D  и 1D  – области пространства признаков, соответ-

ствующие принятию классификатором решения, о принадлеж-

ности объекта-прообраза  в классe 0  или 1 , соответствен-

но. Определим также переменную правильной классификации  

в виде: 

   1

0

1, ,
( )

1, .
r x
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Рассмотрим линейно разделимую обучающую выборку 

 
1

0
,

N

i j j
x r




 ( ( )jjr r x ), то есть выборку, для которой найдутся па-

раметры классификатора (1), такие что: 

 0, 1 0 1 0 1
T T

j jN j N jj N w x w r w x w r            . 

Учитывая, что «масштаб» значений дискриминантной функ-

ции не влияет на результаты классификации, можно так опреде-

лить параметры классификатора, чтобы выполнялись следующие 

ограничения: 

 0, 1 1
T

j Nj N w x w     , (4.3) 

причем равенство в указанном неравенстве происходит только для 

ближайших точек к разделяющей гиперплоскости (см. рисунок 4.1). 

Идея метода опорных векторов (англ.: SVM – Support Vectors 

Machine) [13, 14] заключается в поиске вектора коэффициентов w  

и порогового значения Nw , удовлетворяющих условию (4.3) и 

обеспечивающих максимальную ширину разделяющей полосы (см. 

рисунок 4.1): 

 1
T

Nw x w  . (4.4) 

Можно показать, что ширина разделяющей полосы в данном 

случае задается величиной 
1

2 w


. Тогда окончательный вид зада-

чи построения линейного классификатора по методу опорных 

векторов следующий: 

 

min,

1, 0, 1.

T

w

T
j N j

w w

w x w r j N

 


       
 

 (4.5) 
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Рисунок 4.1 – Разделяющая гиперплоскость и разделяющая полоса  

для линейно разделимых классов 

По теореме Куна-Такера [15] эта задача квадратичного про-

граммирования с линейными ограничениями-неравенствами сво-

дится к задаче поиска седловой точки функции Лагранжа:  

 

 

 

1

0

1
, , 1 minmax,

2

0,

0 , 0, 1.

N
T T

jN j j N
wj

j

T
j N j j

w w w w r w x w

w x w r j N


 









             




        
 




(4.6) 

Здесь  0 1,...,
T

N     – вектор двойственных переменных. 

Можно показать, что данная задача эквивалентна следующей зада-

че квадратичного программирования относительно двойственных 

переменных: 
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1 1 1

0 0 0

1

0

1
min,

2

0;

0, 0, 1.

N N N
T

j j i j i j i
j j i

N

j j
j

j

r r x x

r

j N


  





  

  






   








  



  

  (4.7) 

Определение. Опорным вектором выборки  
1

0
,

N

j j j
x r




 назы-

вается вектор *j
x , для которого выполняется условие:  

  0
T

j N j jw x w r      
 

. (4.8) 

Имея решение задачи (4.7) относительно вектора двойствен-

ных переменных, мы находим вектор весов классификатора по 

формуле:  

 
1

0

N

j j j
j

w r x




  . (4.9) 

Очевидно, что решение есть линейная комбинация опорных 

векторов! Далее имеем: 

 
1

0

N
T T

j j j
j

w x r x x




   (4.10) 

а пороговое значение может быть определено из условия:  

 *
T

j N jw x w r  , 

где 0j  , то есть по опорным векторам.  



 

 70 

4.1.2. Метод опорных векторов для случая  

линейно неразделимых классов 

Введя дополнительные переменные 0js  , отвечающие за мак-

симально допустимое «нарушение» объектом jx  границы разделя-

ющей полосы, задачу (4.5) можно переписать в следующем виде:  

 

1

,0

1
min,

2

1 ,

0 0, 1.

N
T

j
w sj

T
j N j j

j

w w С s

w x w r s

s j N






 



     
 
   






 (4.11) 

Здесь величина С – параметр алгоритма, определяющий ком-

промисс между шириной разделяющей полосы и величиной 

«нарушений» (ошибок), определяемой суммой 
1

0

N

j
j

s




 . Проводя 

рассуждения, аналогичные представленным в п.4.1.1, получаем  

в итоге следующую задачу квадратичного программирования  

с двойственными переменными:  

 

1 1 1

0 0 0

1

0

1
min,

2

0;

0 , 0, 1.

N N N
T

j j i j i j i
j j i

N

j j
j

j

r r x x

r

С j N


  





  

  






   







   




  

  (4.12) 

Данная задача отличается от задачи (4.7) только допустимым 

диапазоном двойственных переменных. Определение величины C 

осуществляется экспериментальным путем. 
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4.1.3 Использование ядер в методе опорных векторов  

и переход в пространства высокой размерности 

Пусть определено некоторое отображение :D H  , где H – 

гильбертово пространство (пространство с определенным в нем 

скалярным произведением). Используем для классификации обра-

зов вместо исходных описаний x  образы этих векторов признаков 

в новом пространстве, то есть вектора вида  x . Тогда задача 

(4.12) будет иметь следующий вид: 

 

   
1 1 1

0 0 0

1

0

1
min,

2

0;

0 , 0, 1.

N N N T

j j i j i j i
j j i

N

j j
j

j

r r x x

r

С j N


    





  

  






   







   




  

  (4.13) 

Здесь    
T

j ix x   – скалярное произведение в новом гильбер-

товом пространстве описаний, то есть симметричная и положительно 

определенная функций. Обозначим      ,
T

j i j iK x x x x  , такие 

функции называют ядрами. Тогда задача (4.13) может быть переписана 

в виде:  

 

 
1 1 1

0 0 0

1

0

1
, min,

2

0;

0 , 0, 1.

N N N

j j i j i j i
j j i

N

j j
j

j

r r K x x

r

С j N


  





  

  






   







   




  

  (4.14) 
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Данная задача может быть решена так же, как и задачи (4.12)–

(4.13), при этом информация о преобразовании вектора признаков 

 x  в явном виде не требуется – достаточно знать только вид 

ядра  ,K   .  

Имея решение задачи (4.14), классификатор можно опреде-

лить на основании следующих соотношений. Выражение для клас-

сификатора (4.10) преобразуется к виду:  

  
1

0

,
N

T
j j j

j

w x r K x x




   (4.15) 

и очевидным образом вычисляется с учетом известного ядра и 

найденного вектора двойственных переменных  . Пороговое зна-

чение рассчитывается по тем же правилам, что и в п.4.1.1, что  

с учетом (4.15) дает выражение: 

  *

1

0

,
N

jN j j j j
j

w r r K x x




   .  

Примеры некоторых широко используемых ядер представле-

ны в таблице 4.1 ниже. Заметим, что полиномиальное однородное 

ядро для d=2 эквивалентно использованию отображения  x , 

формирующего новые признаки вида:  
0i j i j n

x x
  

 [14]. 

Таблица 4.1. Примеры ядер 

Наименование Вид ядра 

Полиномиальное  

однородное 
   ,

d
TK x y x y  

Полиномиальное  

неоднородное 
   , 1

d
TK x y x y   
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Окончание табл. 4.1 

Наименование Вид ядра 

Радиальная функция    2
, exp , 0K x y x y      

Радиальная функция Гаусса  
2

2
, exp

2

x y
K x y



 
  
 
 

 

Сигмоидальная функция    , tanh , 0, 0TK x y x y c c      

4.1.4 Достоинства и недостатки метода опорных векторов 

Достоинства метода опорных векторов 

1. Высокая «надежность» (обобщающая способность) реша-

ющего правила. 

2. Универсальность, отсутствие формальных ограничений по 

использованию алгоритма.  

3. Возможность неявного выбора пространства классифика-

ции путем явного выбора ядер.  

4. Возможность неявного перехода (с использованием ядер)  

в пространство более высокой размерности, где классы оказыва-

ются разделимы с большей «вероятностью». 

Недостатки метода опорных векторов 

1. Сильное влияние шумов, так как классификатор напрямую 

зависит от выбранных опорных векторов.  

2. Необходимость выбора параметра C для случая отсутствия 

линейной разделимости классов.  

3. Отсутствие регулярного метода подбора ядра, связанного  

с выбором целевого пространства классификации. 

4. Вычислительная сложность решения задач квадратичного 

программирования (4.7), (4.12), (4.14), которая делает затруднитель-

ным получения точного решения для больших обучающих выборок. 



 

 74 

4.2 Порядок выполнения лабораторной работы 

4.2.1 Исходные данные 

 Вариант задания. 

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) 

и содержащих наборы двумерных нормально распределен-

ных векторов признаков для ситуации неравных корреляци-

онных матриц; параметры этих законов распределения;  

параметры байесовского классификатора для ситуации не-

равных корреляционных матриц (см. раздел 2 настоящего 

издания).  

 Исполняемый в Python файл, необходимый для выполнения 

пп.1 из плана выполнения лабораторной работы. 

4.2.2 Общий план выполнения работы 

1. Синтезировать линейно разделимые выборки для двух 

классов двумерных случайных векторов в количестве 

N=100 штук в каждом классе с использованием предостав-

ленного Python файла. 

2. Построить линейный классификатор по методу опорных 

векторов на выборке с линейно разделимыми классами. 

Использовать для этого:  

 а) задачу (1.7) и метод решения квадратичных задач: 

#import qpsolvers 

from qpsolvers import solve_qp 

alpha = solve_qp(P, q, G, h, A, b) 

 б) метод sklearn.svm.SVC библиотеки scikit-learn.  

 в) сопоставить решения из п.(б) с решением методом 

LinearSVC библиотеки scikit-learn. 

https://scikit-learn.org/stable/modules/classes.html#module-sklearn.svm
https://scikit-learn.org/stable/modules/generated/sklearn.svm.LinearSVC.html#sklearn.svm.LinearSVC
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3. Построить линейный классификатор по методу опорных 

векторов на выборке с линейно неразделимыми классами. 

Использовать для этого:  

а) задачу (4.12) и метод решения квадратичных задач  

(см. выше). Указать решения для C=1/10, 1, 10 и подобран-

но самостоятельно «лучшим коэффициентом». 

 б) метод sklearn.svm.SVC библиотеки scikit-learn. 

4. Построить линейный классификатор по методу опорных 

векторов на выборке с линейно неразделимыми классами. 

Использовать для этого:  

а) задачу (4.14) и метод решения квадратичных задач  

(см. выше). Исследовать решение для различных значений 

параметра C=1/10, 1, 10 и вариантов ядер из таблицы 4.1. 

б) метод sklearn.svm.SVC библиотеки scikit-learn. 

4.2.3 Содержание отчета 

Отчет по работе должен содержать:  

1. Графическая иллюстрация данных, полученных в резуль-

тате выполнения п.1 плана. 

2. Параметры классификаторов и опорные вектора, получен-

ные в результате выполнения пп.2–4 плана. 

3. Вероятности ошибочной классификации построенных  

в пп.2–4 плана классификаторов, найденные эксперимен-

тально. Результаты сравнения построенных классификато-

ров с байесовским классификатором.  

4. Графическая иллюстрация работы итерационного процесса 

построения классификатора с помощью процедуры Роб-

бинса-Монро; результаты исследования скорости сходимо-

сти этого процесса и качества классификации в зависимо-

сти от начальных условий и последовательности корректи-

рующих коэффициентов.  

https://scikit-learn.org/stable/modules/classes.html#module-sklearn.svm
https://scikit-learn.org/stable/modules/classes.html#module-sklearn.svm
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5 КЛАССИФИКАТОРЫ, ОСНОВАННЫЕ  

НА НЕПАРАМЕТРИЧЕСКИХ ОЦЕНКАХ  

ПЛОТНОСТИ ВЕРОЯТНОСТЕЙ 

Цель работы – изучение теоретических основ и эксперимен-

тальное исследование классификаторов, основанных на непара-

метрических методах оценивания плотности вероятностей, для 

распознавания образов. 

В лабораторной работе изучаются методы построения клас-

сификаторов, основанных на непараметрических методах оцени-

вания плотности вероятностей, в частности: оценки Парзена, ме-

тода ближайшего соседа и K-ближайших соседей.  

5.1 Теоретические основы лабораторной работы 

Если известны плотности вероятностей (далее – ПВ) случай-

ного вектора признаков для каждого класса и априорные вероят-

ности классов (при простейшей матрице штрафов), то оптималь-

ной стратегией классификации является использование байесов-

ского классификатора в виде:  

    l j
l j

x xj l P f P f
             

lx D  . (5.1) 

Если соответствующие плотности и вероятности неизвестны, 

естественный подход состоит в нахождении их оценок 

 ˆ ˆ, l
l

xf P    
 на основе имеющейся обучающей выборки объ-

ектов из каждого класса и использовании выражения (5.1) с заме-

ной теоретических величин на эмпирические. Ниже представлены 

краткие сведения, необходимые для построения и использования 

классификаторов, использующих два метода непараметрического 

оценивания ПВ: метод Парзена и метод К ближайших соседей.  
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5.1.1. Метод Парзена оценивания плотности вероятностей 

Пусть  
1

0

N
i i

x



 – N независимых реализаций случайного век-

тора X  размерности n, распределенного по закону, задаваемому 

неизвестной ПВ  f x . Метод Парзена получения состоятельных 

оценок ПВ  f x  состоит в использовании непрерывных функций 

вида 
1 i
n

x x
k

hh

 
 
 

, соотнося их с каждым выборочным значением 

ix , при определенных требованиях к h и функции k. В соответ-

ствии с этой идеей приходим к оценке вида  

  
1

0

1 1ˆ
N

i
N n

i

x x
f x k

N hh





 
  

 
 , (5.2) 

где функция 
1

n

y
k

hh

 
 
 

 называется ядром оценки. Оценка (5.2) исполь-

зуется в случае «круговых» (изотропных) ядер. Для «некруговых» ядер 

можно использовать следующую формулу (когда 1 2 Nh h h   ): 

  

1
11

0 0 1

0 10 0

1ˆ , ,
i inN

n n
N j

ni j

x x x x
f x h k

N h h






 

    
     
     

  . (5.3) 

Утверждение. Оценка (5.2) является асимптотически несме-

щенной и состоятельной оценкой функции ПВ  f x  в точках ее 

непрерывности, если функция 
y

k
h

 
 
 

 и число h удовлетворяют 

следующим условиям: 

   1
n n

n
R R

y y
k d k z dz

h h

 
  

 
  , (5.4) 
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n

y y
k d k z dz

h h

 
  

 
  , (5.5) 

  sup sup
nny z RR

h

y
k k z

h


 
  

 
, (5.6) 

  lim lim 0
y z

h

y y
k zk z

h h 


 
  

 
, (5.7) 

  lim 0n

n
h N


  (условие асимптотической несмещенности) (5.8) 

  lim n

n
N h N


   (условие состоятельности)  (5.9) 

 

1Nx  








 

h

xx
k

Nh
i1

 

ix  1x  0x  

 xf  

 
 

Рисунок 5.1 – Иллюстрация к оценке Парзена ПВ 

В случае, если дополнительно к условиям (5.4)–( 5.9) выпол-

няется следующее условие  

  2lim n

n
N h N


   (условия равномерной состоятельности),  

то при некоторых дополнительных ограничениях оценка (5.2) яв-

ляется равномерно состоятельной: 
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 0      ˆlim sup 0N
xN

P f x f x 
 

 
    
 

.  

Примером многомерного ядра, имеющего вид нормальной 

ПВ. Это ядро определяется следующим образом: 

 

     
1 22 2 1

1

1
2 exp .

2

i
n

n n
i i

x x
k

hh

h B h x x B x x
   

 
   

 

 
            

 

(5.10) 

Здесь, очевидно: 

  
 

1 22

2

1
2

2

n n

n n
h B

B h




    

  

.  

Примечание. Пусть в выражении (5.11) в качестве матрицы 

B  использована выборочная ковариационная матрица B̂ , рассчи-

танная по выборке. Тогда ковариационная матрица оценки Парзе-

на pB  и матрица B̂  связаны соотношением: 

    
1

2 2

0

1 ˆ ˆ1
N

p i i
i

B x x h B h B
N





        . 

Параметр  h N  удобно использовать в виде: 

  
k k

n nh N N N
  

  
 
 

. (5.11) 

Для выполнения условий (5.8) – (5.10) величина k  должна 

удовлетворять следующим ограничениям: 1 0k   – условие со-

стоятельности, 1 0
2

k   – условие равномерной состоятельности. 
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Примеры одномерных ядер, используемых в оценке Парзена, 

приведены ниже. 

Прямоугольное ядро 

 

1
, 1,1

2

0, 1.

y
y

k h h
h h


 

 
   

  

Треугольное ядро 

 

1
1 , 1,1

0, 1.

y y
y

k h h h
h h

  
    

   
   

  

Нормальное ядро 

 
2

2

1 1
exp

2 2

y y
k

h h h h

  
        

,  

Экспоненциальное ядро 

 
1

exp
2

y

h h

 
 
 

,  

Рациональное ядро  

  
2

1 1

1
h y

h

  
 
 

, 

Ядро "sinc" 

 

2

sin
1 2

2

y

h
yh

h



 
 
 
 
 

,  
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Достоинства и недостатки оценки Парзена 

К достоинствам оценки следует отнести ее универсальность. 

Недостатками оценки являются ее высокая вычислительная слож-

ность (число слагаемых в выражении (2) соответствует объему 

обучающей выборки); необходимость хранения всей обучающей 

выборки; неоднозначность оценки, связанной с произвольностью 

выбора ядер и величины  h h N .  

5.1.2. Метод К ближайших соседей 

Используя выборку  
1

0

N
i i

x



 объема N , найдем расстояние r 

от точки x  до K-го ближайшего к x  элемента выборки (K-го 

ближайшего соседа). Для измерения «близости» можно восполь-

зоваться любой подходящей меркой. Тогда в качестве оценки ПВ  

в точке x  можно принять:  

  
 

1ˆ
, ,

N
K

f x
N A k N x

  , (5.12) 

где  , ,A k N x  – объем множества всех точек, расстояние которых 

до x  меньше, чем r . Величина A  является случайной (и зависит 

фактически от x ), зависящей от выбранного множества N  эле-

ментов выборки.  

Утверждение. Если параметр  K N , удовлетворяет условиям: 

  lim
W

K N


 ,  

 
 

lim 0
N

K N

N
 ,  

то оценка (5.12) является асимптотически несмещенной и состо-

ятельной оценкой ПВ  f x  в точках ее непрерывности. 
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5.1.2.1 Решающее правило K ближайших соседей 

Полученная оценка  ˆ
Nf x  ПВ может использоваться следу-

ющим образом. Когда требуется классифицировать неизвестный 

объект (вектор признаков) x , среди имеющихся N  объектов (уже 

проклассифицированных), из которых lN  объектов из класса 

1

0

L

l l
l

N N




 
  

 
 
 , находят K ближайших к точке x  объектов. 

Пусть  0, 1lk l L   – число объектов из класса l  среди этих K 

ближайших соседей 
1

0

L

l
l

K K




 
 

 
 
 . Тогда оценка ПВ принимает вид 

(в l-м классе): 

 
1ˆ i

i

l
N l l

Kxf
N V

    
, 0, 1l L  . (5.13) 

Поскольку независимо от номера класса, lK  объектов извле-

чены из одной и той же области A , то величина объема V  оказы-

вается одинаковой для всех классов. Следовательно, байесовский 

классификатор (5.1), минимизирующий общий риск, будет иметь 

вид (оценку априорной вероятности берем в виде (5.15): 

 ˆ l
l

N
P

N
  ): 

 ˆ ˆjl
N N l

l j

NN x xj l f f x D
N N

               
.  

Подставляя в это выражение значение из (13), получим: 

 
j jl l

l
l j

N KN K
j l x D

N N V N N V
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или 

 l j lj l K K x D     . (5.14) 

Окончательно, решающее правило можно записать в виде: 

 
0, 1

arg max ,l l
j L

l K x D
 

  .  

5.1.2.2 Решающее правило K ближайших соседей  

для двух классов 

Из соотношения (14) непосредственно следует: 

 
0

0 1
1

D
K K x

D

 
 

 
  

Таким образом, решение о принадлежности вектора x  при-

нимается в тот класс, соседей которого больше. Для устранения 

возможных проблем с «равенством» числа соседей, число K в слу-

чае двух классов следует брать нечетным.  

5.1.2.3 Решающее правило  

ближайшего соседа 

В случае K=1 решающее правило называют правилом бли-

жайшего соседа. В соответствие с этим правилом решение о при-

надлежности вектора x  принимается в тот класс, у которого ока-

зался ближайший к x  сосед.  

Достоинства и недостатки решающего правила К соседей 

Достоинство: решающее правило, основанное на методе K 

ближайших соседей, является очень простым и не требует знания 

(явного построения) ПВ (или ее оценки).  

Его недостаток заключается в необходимости хранить в па-

мяти машины все объемы (всю обучающую выборку) и сравнивать 

каждый из них c неизвестным объектом. 
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5.1.3 Оценка априорных вероятностей 

Оценка величин  lP   для больших объемов обучающей 

выборки может быть выполнена следующим образом: 

  ˆ
l

l

N
P

N
  , 0 1LN N N    , (5.15) 

Здесь N – общее количество элементов обучающей выборки 

во всех классах; lN  – количество элементов выборки в l-м 

классе. 

5.2 Порядок выполнения лабораторной работы 

5.2.1 Исходные данные 

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) 

и содержащих наборы двумерных нормально распределен-

ных векторов признаков для ситуации равных корреляцион-

ных матриц; параметры этих законов распределения; пара-

метры байесовского классификатора для ситуации равных 

корреляционных матриц (см. раздел 2 настоящего издания).  

 Два файла данных, полученных в процессе выполнения пер-

вой лабораторной работы (см. раздел 1 настоящего издания) 

и содержащих наборы двумерных нормально распределен-

ных векторов признаков для ситуации неравных корреляци-

онных матриц; параметры этих законов распределения; па-

раметры байесовского классификатора для ситуации нерав-

ных корреляционных матриц (см. раздел 2 настоящего изда-

ния).  

 Исполняемый в Python файл, необходимый для выполнения 

п.2 из плана выполнения лабораторной работы. 
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5.2.2 Общий план выполнения работы 

1. Синтезировать дополнительные реализации для каждого из 

классов (использовать результаты и файлы лабораторной работы 

№ 1), соответствующих существующим исходным данным (см. 

5.2.1). 

2. Построить классификатор, основанный на непараметриче-

ской оценки Парзена, используя сгенерированные на предшеству-

ющем шаге данные как обучающие выборки, а данные из первой 

лабораторной работы – как тестовые. В качестве ядра взять гаус-

совское (5.10), величину h взять в виде (5.11). Оценить эмпириче-

ский риск – оценку суммарной вероятности ошибочной классифи-

кации.  

3. Построить классификатор, основанный на методе К ближай-

ших соседей (для K=1,3,5), используя сгенерированные в п.1 данные 

как обучающие выборки, а данные из первой лабораторной работы – 

как тестовые. Оценить эмпирический риск – оценку суммарной ве-

роятности ошибочной классификации. Для построения классифика-

тора использовать sklearn.neighbors.KNeighborsClassifier библиотеки 

библиотеки scikit-learn.  

4. Сравнить полученные в пп.2–3 классификаторы по качеству 

их работы между собой и с байесовским классификатором из 

л.р.№2. 

5.2.3 Содержание отчета 

Отчет по работе должен содержать:  

1. Графическая иллюстрация данных, полученных в результате 

выполнения п.1 плана и результатов их классификации из пп.2–3. 

2. Вероятности ошибочной классификации построенных  

в пп.2–3 плана классификаторов, найденные экспериментально. 

Результаты сравнения построенных классификаторов с байесов-

ским классификатором.  
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6 АВТОМАТИЧЕСКАЯ КЛАССИФИКАЦИЯ 

Цель работы – изучение теоретических основ и эксперимен-

тальное исследование методов автоматической классификации. 

В лабораторной работе изучаются методы автоматической 

классификации в распознавании образов. Рассматривается поста-

новка задачи автоматической классификации, используемая при 

автоматической классификации меры сходства, критерии класте-

ризации. Рассматриваются три известных алгоритма: простой ал-

горитм выделения кластеров, максиминный и К внутригрупповых 

средних. 

6.1 Теоретические основы лабораторной работы 

6.1.1 Постановка задачи  

автоматической классификации 

Пусть классификации подлежат N объектов, каждый из кото-

рых характеризуется n-мерным вектором признаков x , то есть да-

но множество векторов  
1

0

N
i i

x



. Эти вектора рассматриваются как 

фиксированные. Каждый объект должен быть отнесен к одному из 

L классов: 0 1 1, , , L   , где число классов L может быть из-

вестно заранее или может быть не известно. Таким образом, ос-

новной вопрос задачи автоматической классификации (АК), так же 

как и в других задачах классификации, это вопрос об определении 

класса1.  

Один из возможных подходов к определению класса состоит  

в его понимании как кластера (таксона), то есть компактной  

в некотором смысле области в признаковом пространстве. В этом 

                                                      
1 Речь идет не о задании самого класса, а о задании областей признакового про-

странства, которые «соответствуют» классам.  
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случае задача АК является задачей кластер-анализа и представля-

ет собой задачу идентификации групп схожих образов в анализи-

руемом множестве данных (или задачу выделения кластеров). 

Процесс выделения кластеров является искусством весьма 

«эмпирическим», так как работа конкретного алгоритма зависит не 

только от характера анализируемых данных, но в значительной 

степени и от выбранной меры подобия образов и метода, исполь-

зуемого для идентификации кластеров, и даже от последователь-

ности просмотра образов. 

6.1.2 Меры сходства 

Для того чтобы определить на множестве данных кластеры, 

необходимо в первую очередь ввести меру сходства (подобия) об-

разов (векторов признаков), которая может быть положена в осно-

ву правила отнесения образов характеризуемой некоторым цен-

тром кластера. В качестве мер сходства широко используются сле-

дующие:  

– евклидово расстояние  ,d x z x z   (меньше d – больше 

сходство);  

–  расстояние Махаланобиса      1,
T

d x z x z B x z    

(меньше d – больше сходство). Используется, когда известны ста-

тистические характеристики кластеров (матрицы разброса); 

– косинус угла между векторами  ,
Tx z

d x z
x z




. Данную 

меру удобно использовать, когда кластеры имеют тенденцию рас-

полагаться вдоль главных осей, как, например, изображено на ри-

сунке 6.1; 

–  мера Такимото  ,
T

T T T

x z
d x z

x x z z x z


 
.  
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Рисунок 5.1 – Иллюстрация к мерам сходства 

В дальнейшем ограничимся евклидовой мерой подобия. 

6.1.3 Критерии кластеризации 

После выбора меры сходства необходимо определить критерий 

кластеризации. Критерий кластеризации может либо воспроизво-

дить некие эвристические соображения, либо основываться на ми-

нимизации (или максимизации) какого-нибудь показателя качества. 

При эвристическом подходе решающую роль играют интуи-

ция и опыт. Он предусматривает задание набора правил, которые 

обеспечивают использование выбранной меры сходства для отне-

сения образов к одному из кластеров.  

Подход к кластеризации, предусматривающий использование 

показателя качества, связан с разработкой процедур, которые 

обеспечат минимизацию или максимизацию выбранного показа-

теля качества. Одним из наиболее популярных показателей явля-

ется сумма квадратов ошибки:  

 
1 2

0 l

L

j
l x S

x M


 

   , (4.1) 

где L – число кластеров, Sl – множество образов (векторов призна-

ков), относящихся к l-му кластеру, а 
1

l

l
l x S

M x
N



   – вектор вы-
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борочных средних значений для множества образов Sl, величина Nl 

характеризует количество образов, входящих во множество Sl. 

Как видно, показатель качества (1) определяет общую сумму 

квадратов отклонений характеристик всех образов, входящих  

в некоторый кластер, от соответствующих средних значений по 

этому кластеру. Алгоритм, основанный на этом показателе каче-

ства, рассматривается ниже. Естественно, существует масса пока-

зателей качества, помимо рассмотренного. Нередко применяются 

алгоритмы отыскания кластеров, основанные на совместном ис-

пользовании эвристического подхода и показателя качества. При-

мером является алгоритм ISODATA [8]. 

Ниже рассмотрены три наиболее известные алгоритма [8], ко-

торые являются примерами как эвристического подхода, так и 

подхода, использующего показатель качества.  

6.1.4 Простой алгоритм выделения кластеров 

Пусть задано множество N образов  0 1 1, , , Nx x x  . Пусть 

также центр первого кластера 0M  совпадает с любым из задан-

ных образов и определена произвольная неотрицательная порого-

вая величина T; для удобства можно считать, что 0 0M x . После 

этого вычисляется расстояние  0 1,d M x  между существующим 

центром кластера 0M  и образом 1x . Если это расстояние больше 

значения пороговой величины T   0 1,d M x T , то учреждается 

новый кластер с центром 1 1M x . В противном случае образ 1x  

включается в кластер, центром которого является 0M . Пусть 

условие  0 1,d M x >T выполнено, и 1M  – центр нового кластера.  

На следующем шаге вычисляются расстояния  0 2,d M x  и 

 1 2,d M x  до образа 2x  от центров кластеров 0M  и 1M . Если 



 

 90 

оба расстояния оказываются больше порога T 

    0 2 1 2, и ,d M x T d M x T  , то учреждается новый кластер  

с центром 2 2M x . В противном случае образ 2x  зачисляется  

в тот кластер  0,1l l  , чей центр lM  к нему ближе.  

Подобным же образом расстояния от каждого нового образа 

 1, 1jx j N   до каждого известного центра кластера 

 0, 1lM l L   вычисляются и сравниваются с пороговой величиной. 

Если все эти расстояния превосходят значение порога T 

  0, 1 ,l jl L d M x T    , то учреждается новый кластер с центром 

L jM x  (и число кластеров увеличивается на единицу). В противном 

случае образ зачисляется в кластер с самым близким к нему центром. 

Результаты описанной процедуры определяются выбором 

первого центра кластера, порядком просмотра образов, значением 

пороговой величины T и, конечно, геометрическими характери-

стиками данных.  

6.1.5 Алгоритм максиминного расстояния 

Алгоритм, основанный на принципе максиминного (макси-

мально-минимального) расстояния, представляет собой еще одну 

простую эвристическую процедуру, использующую евклидово 

расстояние. Этот алгоритм в принципе аналогичен схеме из п.1.4, 

за исключением того обстоятельства, что в первую очередь он вы-

являет наиболее удаленные кластеры.  

Алгоритм состоит из нескольких шагов. 

Шаг 1. Произвольным образом выбирается центр первого 

кластера 0M . Удобно выбирать в качестве центра кластера 0M  

тот вектор признаков  
1

0

N

j j
x x




 , который обладает некоторыми 
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«экстремальными» свойствами. Например, удобным является тот 

вектор, удаление которого от среднего всех векторов из выборки 

максимально: 

 

 
1

0

1

0
0

1
arg max ,

N

j j

N

i
x x i

M d x x
N





 

 
  

 
 

 . 

Шаг 2. Выбирается центр второго кластера 1M . В качестве 

центра используется тот вектор  
1

0

N

j j
x x




 , который наиболее 

удален от первого центра кластера: 

 

 
 

1

0

1 0arg max ,
N

j j
x x

M d M x





 . 

Шаг L  2L . Выбирается центр кластера 1LM  . Для этого 

вычисляются все расстояния между оставшимися образами 

(векторами признаков)    
1 2

00
\

N L
j l lj

x x M
 


  и уже существую-

щими центрами кластеров 0 1 2, , , LM M M  . Для каждого 

оставшегося образа x  находится тот центр кластера l, расстоя-

ние до которого минимально:  
0, 2

arg min ,l
l L

l d M x
 

  (вектора 

распределяются по кластерам по критерию близости к их цен-

тру). В качестве претендента на новый центр кластера 1LM   

берется тот вектор признаков x , у которого это минимальное 

расстояние (расстояние до центра «своего» кластера) макси-

мально:  

 

 
 

1

0

1
0, 2

arg max min ,
N

j j

L l
l Lx x

M d M x





 

 . 
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Полученное для выбранного вектора расстояние 

 min 1
0, 2
min ,l L

l L
d d M M 

 
  от него до ближайшего кластера срав-

нивается с некоторым «типичным» расстоянием typicald  между 

кластерами. Если полученное расстояние больше «типичного», то 

этот вектор становится новым центром кластера: 

 min 1 1typical L Ld d M M    . 

В противном случае – процесс выделения кластеров останавлива-

ется. 

Выбор типичного расстояния может быть осуществлен раз-

личными способами. Один из часто используемых способов яв-

ляется задание типичного расстояния равного некоторой части 

  от среднего расстояния между уже существующими класте-

рами: 

 
  

 
2 2

0 1

2
,

1 2

L L

typical l j
l j l

d d M M
L L


 

  

 
     

  . 

Величина   выбирается из условия 0 1  . Типичное значение: 

1

2
  . 

6.1.6 Алгоритм К внутригрупповых средних 

Алгоритмы, рассмотренные в пп. 6.1.4–6.1.5, являются,  

в сущности, эвристическими процедурами. Алгоритм, представ-

ленный ниже, минимизирует показатель качества, заданный как 

сумма квадратов расстояний всех точек, входящих в кластерную 

область, до центра кластера. Эта процедура, которую часто назы-

вают алгоритмом, основанным на вычислении К внутригрупповых 

средних, состоит из следующих шагов.  
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Описание алгоритма 

Шаг 1. Выбираются K исходных центров кластеров на первой 

итерации  1r :      0 1 1, , , KM r M r M r . Этот выбор произво-

дится произвольно, и обычно в качестве исходных центров ис-

пользуются первые K образов из заданного множества  
1

0

N

j j
x




 

 N K :  

      0 0 1 1 1 11 , 1 , 1K KM x M x M x    . 

Номер итерации увеличивается: : 1r r  .  

Шаг 2. На r-й итерации  2,3...r  исходное множество обра-

зов  
1

0

N

j j
x




 распределяется по K кластерам по правилу близости. 

То есть некоторый образ  
1

0

N

j j
x x




  относят в кластер 

   0, 1kS r k K   с центром  1kM r , рассчитанным на преды-

дущем шаге, если этот центр – ближайший: 

     
0, 1

, arg min , 1k j
j K

x S r k d x M r
 

   .  

Таким образом,  kS r  – множество образов, входящих в кластер  

с номером k на r-й итерации алгоритма. В случае равенства рас-

стояний от некоторого образа до нескольких центров кластеров 

решение об отнесении этого образа к одному из них принимается 

произвольным образом. 

Шаг 3. На основе результатов шага 2 определяются новые 

центры кластеров      0 1 1, , KM r M r M r  на r-й итерации ал-

горитма. Они определяются из условия, чтобы сумма квадра-

тов расстояний между всеми образами, принадлежащими кла-
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стеру  kS r , и новым центром кластера  kM r  должна быть 

минимальной. Другими словами, новые центры кластеров вы-

бираются таким образом, чтобы минимизировать частные по-

казатели  

     
 

2
,

k

k k
x S r

J r d x M r



  , 0,1, , 1k K   

и, следовательно, интегральный показатель качества кластериза-

ции на r-м шаге:  

       
 

1 1
2

0 0

,

k

K K

k k
k k x S r

J r J r d x M r
 

  

    . 

Для случая евклидового расстояния новый центр кластера 

 kM r , обеспечивающий минимизацию соответствующего част-

ного показателя  kJ r , является, в сущности, выборочным сред-

ним, определенным по множеству образов в кластере  kS r :  

  
 

1

k

k
k x S r

M r x
N



  , 0,1, , 1k K  ,  

где  k kN S r  – число образов, входящих в кластер  kS r  на r-м 

шаге. Как видно, название алгоритма «K внутригрупповых сред-

них» определяется способом, принятым для последовательной 

коррекции назначения центров кластеров. 

Шаг 4. Равенство центров кластеров на соседних шагах 

     1 0, 1k kM r M r k K     является условием сходимости ал-

горитма и при его достижении выполнение алгоритма заканчива-

ется. В противном случае алгоритм повторяется с шага 2 с новым 

номером итерации : 1r r  . 
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Рисунок 6.1 – Пример кластеризации с использованием  

алгоритма К внутригрупповых средних (2 шага алгоритма) 

Комментарии 

Качество работы алгоритма K внутригрупповых средних зави-

сит от числа выбираемых центров кластеров K, от выбора центров 

кластеров на первой итерации      0 1 11 , 1 , 1KM M M   и, есте-

ственно, от геометрических особенностей данных. От последова-

тельности просмотра данных результаты не зависят.  

Хотя для этого алгоритма общее доказательство сходимо-

сти не известно, получения приемлемых результатов можно 

ожидать в тех случаях, когда данные образуют характерные 

гроздья, отстоящие друг от друга достаточно далеко. В боль-

шинстве случаев практическое применение этого алгоритма по-

требует проведения экспериментов, связанных с выбором раз-

личных значений параметра K, и расположения первоначальных 

центров кластеров. 
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6.3 Порядок выполнения лабораторной работы 

6.3.1 Исходные данные 

– Математические ожидания для пяти случайных векторов 

признаков, задаются по номеру варианта учащегося (см. раздел 7, 

часть 2). 

6.3.2 Общий план выполнения работы 

1. Смоделировать и изобразить графически обучающие выборки 

объема N=50 для пяти нормально распределенных двумерных 

случайных векторов с заданными математическими ожидани-

ями и самостоятельно подобранными корреляционными мат-

рицами, которые обеспечивают линейную разделимость клас-

сов.  

2. Объединить пять выборок в одну. Общее количество векторов 

в объединенной выборке должно быть 250. Полученная объ-

единенная выборка используется для выполнения пунктов 3 и 

4 настоящего плана.  

3. Разработать программу кластеризации данных с использова-

нием минимаксного алгоритма. В качестве типичного рассто-

яния взять половину среднего расстояния между существую-

щими кластерами. Построить отображение результатов кла-

стеризации для числа кластеров, начиная с двух. Построить 

график зависимости максимального (из минимальных) и ти-

пичного расстояний от числа кластеров. 

4. Разработать программу кластеризации данных с использова-

нием алгоритма K внутригрупповых средних для числа кла-

стеров равного 3 и 5. Для ситуации 5 кластеров подобрать 

начальные условия так, чтобы получить два результата: 

а) чтобы кластеризация максимально соответствовала перво-

начальному разбиению на классы («правильная» кластериза-

ция); б) чтобы кластеризация максимально не соответствова-
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ла первоначальному разбиению на классы («неправильная» 

кластеризация). Для всех случаев построить графики зависи-

мости числа векторов признаков, сменивших номер кластера, 

от номера итерации. 

6.3.3 Содержание отчета 

Отчет по работе должен содержать:  

 исходные данные генерируемых векторов признаков – сред-

ние и ковариационные матрицы; 

 для минимаксного алгоритма: полученное число классов, гра-

фик зависимости максимального и типичного расстояний от 

числа кластеров;  

 для алгоритма К-внутригрупповых средних: график зависимо-

сти числа векторов признаков, сменивших номер кластера, от 

итерации алгоритма.  
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7 СПРАВОЧНЫЕ СВЕДЕНИЯ О ЯЗЫКЕ  

ПРОГРАММИРОВАНИЯ PYTHON И СРЕДСТВАХ  

МАШИННОГО ОБУЧЕНИЯ 

7.1 Язык Python 

7.1.1 Общие сведения 

Python – высокоуровневый язык программирования общего 

назначения [16]. «Python поддерживает структурное, обобщенное, объ-

ектно-ориентированное, функциональное и аспектно-ориентированное 

программирование. Основные архитектурные черты – динамическая 

типизация, автоматическое управление памятью, полная интроспек-

ция, механизм обработки исключений, поддержка многопоточных вы-

числений, высокоуровневые структуры данных. Поддерживается раз-

биение программ на модули, которые, в свою очередь, могут объеди-

няться в пакеты» [17]. Подробную информацию о работе с Python на 

английском и русском языках можно найти на специализированных 

сайтах [16] и [18]. Ниже представлены краткие сведения о языке и ос-

новных используемых библиотеках.  

Переменные 

Имя (идентификатор) переменной должно начинаться с латинской 

буквы любого регистра или подчеркивания, в имени можно использо-

вать цифры. В качестве имени нельзя использовать ключевые слова. 

Комментарии 

Текст строки, расположенный справа от символа "#", считает-

ся комментарием. 

Операторы 

Оператор присвоения: 

stringVariable = "world" 

integerVariable = 5 

https://ru.wikipedia.org/wiki/%D0%92%D1%8B%D1%81%D0%BE%D0%BA%D0%BE%D1%83%D1%80%D0%BE%D0%B2%D0%BD%D0%B5%D0%B2%D1%8B%D0%B9_%D1%8F%D0%B7%D1%8B%D0%BA_%D0%BF%D1%80%D0%BE%D0%B3%D1%80%D0%B0%D0%BC%D0%BC%D0%B8%D1%80%D0%BE%D0%B2%D0%B0%D0%BD%D0%B8%D1%8F
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realVariable = 5.2 

logicalVariable = integerVariable > realVariable 

Оператор условия 

if условие_1: 

 операторы_1 

elif условие_2: 

 операторы_2 

... 

elif условие_N: 

 операторы_N 

else: 

 операторы 

Операторы цикла 

Python поддерживает два способа организации циклов. 

Цикл по условию: 

while условие: 

 операторы 

Цикл по элементам последовательности: 

for элемент in последовательность: 

 операторы 

Пустой оператор 

pass 

Определение функций и классов 

Определение функций и процедур 

Для определения функции следует использовать ключевое 

слово def. Типовой вид функции следующий 

@декоратор 

def НазваниеФункции( parameter_list ) 

 тело функции 

 return возвращаемоеФункциейЗначение 
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Здесь:  

parameter_list ::= defparameter ( "," defparameter )* "," "/" [","  
   [parameter_list_no_posonly]] 

     | parameter_list_no_posonly 

parameter_list_no_posonly ::= defparameter ("," defparameter)* [","  
    [parameter_list_starargs]] 
     | parameter_list_starargs 

parameter_list_starargs ::= "*" [parameter] ("," defparameter)* ["," ["**" pa-
rameter [","]]] 

     | "**" parameter [","] 

parameter ::= identifier [":" expression] 

defparameter ::= parameter ["=" expression] 

 

Пример: 

@staticmethod 

def myFunction( inputValue ): 

 return inputValue + 1 

Определение классов 

Для определения класса следует использовать ключевое слово 

class. Методы класса также могут определяться с декораторами. 

Пример простейшего класса приведен ниже.  

class CMyClass: 

 m_ClassMember = 'PythonClass' 

 def SetClassMemberValue( self, newName ): 

 return self.m_ClassMember = newName 

7.1.2 Установка интерпретатора языка и пакетов расширений 

Установка интерпретатора языка 

Загрузка инсталлятора языка Python производится с сайта раз-

работчика [16]. На указанном сайте выберете вкладку "Download", 

появится информация о последней версии языка и доступности ее 

в различных ОС, как на рисунке 7.1 ниже.  
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Рисунок 7.1 – Сайт разработчика языка Python 

Скачайте инсталлятор, нажав на кнопку "Download Python 

3...." и запустите его от имени Администратора для установки 

Python. Следуйте указаниям инсталлятора. Для проверки успешно-

сти установки Python можно проверить его наличие, версию и 

окружение, набрав и выполнив команду "python" из командной 

строки. Пример показан на рисунке 7.2 ниже. 

 
 

Рисунок 7.2 – Информация об установленной версии Python  

и использованном окружении 

В Python нет предустановленной среды разработки – ее уста-

новка и использование не является обязательной. Можно написать 

текст программы на Python в любом текстовом редакторе 

(Notepad++, gedit и др.), а запускать ее консоль, набрав: 

python ProgramFileNameWithPath.py 

В то же время для написания, отладки и «контролируемого» 

исполнения программ существенно удобнее пользоваться специали-

зированными средами разработки, подобными PyCharm (см. под-

раздел 7.2 настоящего издания).  
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Установка пакетов расширений 

Для установки пакетов расширений используйте в командной 

строке вызов программы "pip" (программа pip вышла вместе  

с Python 3.4). Список команд данной программы представлен ниже 

на рисунке 7.3.  

 
 

Рисунок 7.3 – Команда pip  

Установка, обновление и просмотр списка установленных паке-

тов расширений производится, соответственно, следующим образом: 

https://python-scripts.com/how-to-install-modules-python
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pip install PackageName 

pip install -U PackageName 

pip list 
 

Убедитесь, что указанные в таблице 7.1 ниже пакеты у вас 

установлены, они необходимы для выполнения настоящего издания.  

Таблица 7.1. Список требуемых пакетов расширения языка Python 

Наименование 

пакета 
Назначение 

matplotlib 

Пакет для работы с графиками и диаграммами, для 

графического представления результатов научных 

исследований: https://matplotlib.org 

numpy 
Пакет для работы с массивами, матрицами и тензо-

рами (многомерными матрицами): https://numpy.org/  

qpsolvers 
Пакет для решения задач квадратичного програм-

мирования: https://pypi.org/project/qpsolvers/  

pillow 
Пакет для работы с цифровыми изображениями:  

https://python-pillow.org/  

Scipy 
Пакет для научных вычислений (быстрые преобра-

зования Фурье и т.п.): https://www.scipy.org/ 

scikit-learn Пакет машинного обучения (см. раздел 7.3.2) 

csv 
Пакет для записи/чтения данных в файлы csv формата: 

https://docs.python.org/3/library/csv.html 

 

Для использования соответствующего установленного пакета 

и находящихся в нем функций/классов необходимо в начале про-

граммы указать1:  

                                                      
1 Обратите внимание, что имена пакетов при их инсталляции и при их использо-

вании внутри Python могут отличаться. Смотрите справочную документацию по 

используемым пакетам. 
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import packageName  

или1  

import packageName as packageShortName 

Тогда доступ к конкретной функции или классу производится 

в виде  

packageName.FuncOrClassName 

Если из всего пакета достаточно использование заданной 

функции/класса, то используйте следующую конструкцию:  

from packageName import funcOrClassName 

В такой ситуации доступ к конкретной функции осуществля-

ется напрямую по ее имени, то есть без имени пакета. 

На состав используемых пакетов указывают стартовые строки 

программы на Python, как показано ниже2.  

import csv 

import numpy 

import random 

import math 

import matplotlib as plt 

from PIL import Image 

# import scipy 

from scipy.fftpack import dct, idct 

#import sklearn 

from sklearn import linear_model 

#import qpsolvers 

from qpsolvers import solve_qp  

                                                      
1 Многие сокращенные названия пакетов стали, де факто, стандартными. Например, 

для пакета matplotlib часто используется сокращение plt, для tensorflow – tf и др. 

Посмотрите на профессиональных сайтах и в руководствах примеры сокращений.  
2 Пакеты math, random и некоторые другие обычно входят в состав базового паке-

та, устанавливаемого вместе с Python.  
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7.2 PyCharm – интегрированная среда разработки  

для языка программирования Python 

Загрузка инсталлятора интегрированной среды разработки для 

языка программирования Python – PyCharm – производится с сайта 

разработчика [20]. На указанном сайте, представленном на рисун-

ке 7.4, выберете кнопку «Скачать».  

 
 

Рисунок 7.4 – Сайт разработчика интегрированной среды разработки PyCharm 

Браузер перейдет на страницу выбора версии, показанной на 

рисунке 7.5.  

 
 

Рисунок 7.5 – Выбор версии PyCharm 
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Нажмите кнопке «Скачать» для бесплатной версии "Communi-

ty" для получения соответствующего инсталлятора. Скачав ин-

сталлятор, запустите его от имени Администратора для установки 

IDE PyCharm, следуйте указаниям инсталлятора.  

Для работы в IDE запустите PyCharm из списка установленных 

программ или с помощью иконки . Появится окно запуска среды 

разработки, показанное на рисунке 7.6. Здесь вы можете создать новый 

проект или открыть существующий, указав место его расположения.  

В результате создания нового или открытия существующего 

проекта будет появление основного окна среды разработки, анало-

гичного показанному на рисунке 7.7.  

 
 

Рисунок 7.6 – Запуск среды разработки 

Для запуска программы используются команды меню 

"Run\Run" или "Run\Debug", а также клавиши , отвечаю-

щие, соответственно, за запуск или отладку. При первом запуске, 

возможно, команды запуска или отладки надо выполнить из кон-

текстного меню, вызванного на форме конкретного файла проекта 
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(рисунок 7.8). Результат работы программы показан в нижней ча-

сти окна PyCharm, как показано на рисунке 7.9.  

 
 

Рисунок 7.7 – Окно среды разработки 

 
 

Рисунок 7.8 – Контекстное меню для текущего файла Python 

 
 

Рисунок 7.9 – Результат запуска файла исполнения Python 
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7.3 Библиотека машинного обучения scikit-learn  

(machine learning in Python) 

Библиотека scikit-learn – одна из наиболее известных и 

наиболее часто используемых открытых библиотек по машин-

ному обучению, распознаванию образов и анализу данных 

[21,22]. Данная библиотека включает в себя средства решения 

задач: 

– управляемой классификации, 

– автоматической классификации (кластеризации), 

– регрессии,  

– снижения размерности данных,  

– подбора модели данных, 

– предобработки и отбора признаков.  

 
 

Рисунок 7.10 Сайт библиотеки машинного обучения scikit-learn 

Установка библиотеки scikit-learn в Python производится ко-

мандой pip (см. раздел 7.1): 

pip install -U scikit-learn 
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В таблице 7.2 представлено соответствие между методами 

классификации, изложенными в настоящем издании, и функциях 

библиотеки scikit-learn. 

Ниже, в подразделе 7.3 приведены примеры синтеза данных и 

их классификации с использованием библиотеки scikit-learn. 

Для работы с методами машинного обучения, использующи-

ми нейронные сети глубокого обучения, используется библиотека 

tensorflow. Описание этой библиотеки выходит за рамки настоя-

щего издания. 

Таблица 7.2 Соответствие разделов издания  

и руководства библиотеки scikit-learn 

Раздел издания Раздел UserGuide сайта scikit-learn [21] 

2 – Оптимальные стра-

тегии... 

1.9. Naive Bayes 

from sklearn.naive_bayes import 
GaussianNB 

3 – Линейные класси-

фикаторы 

1.1 Linear Models 

from sklearn import linear_model 

4 – Линейные класси-

фикатора. Метод опор-

ных векторов 

1.4. Support Vector Machines 

from sklearn import svm 

5 – Классификаторы, 

основанные на непара-

метрических оценках... 

1.6. Nearest Neighbors 

from sklearn.neighbors import Near-
estNeighbors 

6 – Автоматическая 

классификация 

2.3. Clustering 

from sklearn.cluster import KMeans 

7.4 Прикладная программа синтеза и классификации данных 

7.4.1 Синтеза данных для классификации 

Код программы синтеза данных с комментариями и результа-

ты его запуска представлены на рисунке 7.11 ниже. 
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Рисунок 7.11 – Листинг программы генерации данных и результат ее работы 

7.4.2 Классификации данных с использованием метода 

опорных векторов на scikit-learn 

Код программы классификации данных с комментариями и 

результаты его запуска представлены на рисунке 7.12 ниже. 

import numpy as np 
import math 
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import matplotlib.pyplot as plt 
from sklearn import svm 

def GenerateRandomVectors(...): 

... 

... 

N = 100 
M = np.array([[-4],[-1]]) # mean vector 
B = np.array([[5, 1], [1, 1]]) # covariance matrix 
fileName2Save0 = 'array0.npy' 
GenerateRandomVectors( M, B, N, fileName2Save0 ) 
 
M = np.array([[4],[0]]) # mean vector 
B = np.array([[5, -2], [-2, 1]]) # covariance matrix 
fileName2Save1 = 'array1.npy' 
GenerateRandomVectors( M, B, N, fileName2Save1 ) 
 
# check save data 
z0 = np.load( fileName2Save0 ) 
z1 = np.load( fileName2Save1 ) 
plt.plot(z0[0, :], z0[1, :], color='red', marker='.', linestyle='none') # plot gener-
ated data 
plt.plot(z1[0, :], z1[1, :], color='blue', marker='.', linestyle='none') # plot gen-
erated data 
plt.show() 
 
X = np.concatenate((z0, z1), axis=1) 
X = X.transpose() 
yIdeal = np.zeros((2*N)) 
yIdeal[N:2*N] = 1 
clf = svm.LinearSVC() # linear version of SVM. Istead of svm.SVC() 
clf.fit(X, yIdeal) 
 

# division boundary for linear classifier 
x_1 = -10 
y_1 = - ( clf.coef_[0,0] * x_1 + clf.intercept_ ) / clf.coef_[0,1] 
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x_2 = 10 
y_2 = - ( clf.coef_[0,0] * x_2 + clf.intercept_ ) / clf.coef_[0, 1] 

plt.plot(z0[0, :], z0[1, :], color='red', marker='.', linestyle='none') # plot gener-
ated data 
plt.plot(z1[0, :], z1[1, :], color='blue', marker='.', linestyle='none') # plot gen-
erated data 
plt.plot( [x_1,x_2], [ y_1, y_2], color='green', marker='X', linestyle='solid') # 
plot classifier 
plt.show() 

yPredicted = clf.predict(X) 
yDif = np.abs( yIdeal - yPredicted ) 
Nerr = np.sum(yDif) 
yDif01 = yDif[0:N] 
yDif10 = yDif[N:2*N] 
N01 = np.sum(yDif01) 
N10 = np.sum(yDif10) 
print(Nerr/N) 
print(N01/N) 
print(N10/N) 

Результат запуска программы показан ниже и отражает значе-

ния суммарной ошибки (0.02) и ошибок первого и второго рода 

(0.02 и 0, соответственно) для построенного классификатора, что 

можно проверить по рисунку 7.12. 

C:\Anaconda3\envs\MRO\python.exe С:/MRO/GenData.py 

0.02 

0.02 

0.0 

Process finished with exit code 0 
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а 

 
 

б 
 

Рисунок 7.12 – Исходные данные двух классов (а) и их разделение  

с использованием линейной разделяющей границы (б),  

построенной с использованием метода опорных векторов  
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8 КОНТРОЛЬНЫЕ ВОПРОСЫ 

8.1 Контрольные вопросы к лабораторной работе № 1 

1. Алгоритм моделирования нормально распределенного 

случайного вектора. 

2. Вид матрицы линейного преобразования, используемой 

для моделирования нормально распределенного случайного век-

тора. 

3. Оценивание параметров нормального закона распределения. 

4. Выражения для рекуррентного оценивания параметров 

нормального закона распределения. 

5. Меры близости нормальных распределений.  

6. Инвариантность расстояний к линейным преобразованиям.  

7. Характер линейного преобразования, обеспечивающего 

инвариантность евклидового расстояния. 

8. Алгоритм моделирования бинарного случайного вектора  

с независимыми координатами. 

9. Структура прикладной программы на языке Python.  

8.2 Контрольные вопросы к лабораторной работе № 2 

1. Постановка задачи классификации. 

2. Определение классификатора. 

3. Способы задания классификатора. 

4. Качество классификатора. 

5. Байесовский классификатор.  

6. Минимаксный классификатор. 

7. Классификатор Неймана-Пирсона. 

8. Отношение правдоподобия. 

9. Байесовский классификатор для нормально распределен-

ных признаков. 
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10.  Байесовский классификатор для распознавания бинарных 

признаков. 

11.  Вычисление вероятностей ошибочной классификации. 

8.3 Контрольные вопросы к лабораторной работе № 3 

1. Процедура Петерсона-Матсона построения линейной 

дискриминантной функции, минимизирующей суммарную 

вероятность ошибочной классификации.  

2. Классификатор Фишера.  

3. Линейная разделяющая функция, минимизирующая СКО 

решения.  

4. Алгоритм перцептрона.  

5. Стохастическая аппроксимация. Идея метода.  

6. Процедура Роббинса-Монро.  

7. Схема построения линейных классификаторов, основанная 

на методе стохастической аппроксимации.  

8. АКП-алгоритм. 

9. НСКО-алгоритм. 

10.  Способы ускорения сходимости алгоритмов построения 

линейных классификаторов, основанных на методе 

стохастической аппроксимации. 

8.4 Контрольные вопросы к лабораторной работе № 4 

1. Понятие разделяющей гиперплоскости и разделительной 

полосы при классификации линейно-разделимых классов. 

2. Идея метода опорных векторов для линейно-разделимых 

классов. Формулировка первичного критерия. 

3. Формулировка задачи построения оптимальной разделяю-

щей гиперплоскости с использованием задачи квадратичного про-

граммирования. 
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4. Понятие опорного вектора.  

5. Метод опорных векторов для случая линейно неразделимых 

классов. В чем отличие постановки задачи от случая линейно-

разделимых классов.  

6. Использование ядер в методе опорных векторов и переход  

в пространства высокой размерности.  

7. Примеры ядер в методе опорных векторов. 

8. Вид классификатора при использовании ядер в методе 

опорных векторов.  

9. Достоинства метода опорных векторов. 

10. Недостатки метода опорных векторов.  

8.5 Контрольные вопросы к лабораторной работе № 5 

1. Вид классификатора Байеса для простейшей матрицы 

штрафа. Варианты построения классификаторов, основанных на 

оценивании плотности вероятностей.  

2. Метод Парзена оценивания плотности вероятностей.  

3. Требования к ядрам и параметру оценки. 

4. Утверждение о свойствах оценки Парзена плотности веро-

ятностей. 

5. Примером многомерного ядра, имеющего вид нормальной ПВ. 

6. Связь ковариационной матрицы оценки Парзена и эмпири-

ческой оценки матрицы по выборке. 

7. Виды в примеры ядер оценки Парзена.  

8. Достоинства и недостатки оценки Парзена при построении 

классификаторов.  

9. Метод К ближайших соседей. 

10. Утверждение о свойствах оценки плотности вероятностей 

методом К ближайших соседей.  

11. Решающее правило K ближайших соседей.  



 

 117 

12. Решающее правило K ближайших соседей для двух классов. 

13. Решающее правило ближайшего соседа.  

14. Достоинства и недостатки решающего правила К соседей. 

15. Оценка априорных вероятностей.  

8.6 Контрольные вопросы к лабораторной работе № 6 

1. Меры сходства, используемые при автоматической 

классификации.  

2. Критерии, используемые при автоматической 

классификации.  

3. Простой алгоритм выделения кластеров.  

4. Достоинства и недостатки простого алгоритма выделения 

кластеров. 

5. Максиминный алгоритм.  

6. Достоинства и недостатки максиминного алгоритма. 

7. Алгоритм К внутригрупповых средних.  

8. Достоинства и недостатки алгоритма К внутригрупповых 

средних. 

9. Какие из представленных алгоритмов являются 

империческими, а какие используют для кластеризации критерий 

качества?  
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9 ВАРИАНТЫ ЗАДАНИЙ 

9.1 Варианты заданий к лабораторным работам № 1–5 

Вариант Математические ожидания трех 

наборов нормально распределенных  

случайных векторов 

Представители би-

нарных случайных 

векторов, 

 ~"0" ,  ~"1"  

1. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       
     

. 

  
2. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       

     
. 

  
3. 

1 2 3

0 1 1
, ,

0 1 1
M M M

      
       

     
. 

  

4. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       

      
. 

  
5. 

1 2 3

1 0 1
, ,

1 1 1
M M M

     
       

     
. 

  
6. 

1 2 3

1 1 1
, ,

1 0 1
M M M

     
       

     
. 

  
7. 

1 2 3

1 0 1
, ,

1 1 1
M M M

      
       

     
. 

  

8. 
1 2 3

0 1 1
, ,

1 1 1
M M M

     
       

      
. 
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Вариант Математические ожидания трех 

наборов нормально распределенных  

случайных векторов 

Представители би-

нарных случайных 

векторов, 

 ~"0" ,  ~"1"  

9. 
1 2 3

0 1 2
, ,

1 1 1
M M M

     
       

     
. 

  
10. 

1 2 3

0 1 2
, ,

1 1 1
M M M

     
       

     
. 

  
11. 

1 2 3

1 1 1
, ,

0 1 2
M M M

     
       

     
. 

  

12. 
1 2 3

1 1 1
, ,

0 1 2
M M M

     
       

     
. 

  
13. 

1 2 3

1 0 2
, ,

1 1 1
M M M

     
       

      
. 

  
14. 

1 2 3

1 1 1
, ,

0 1 2
M M M

      
       

     
. 

  

9.2 Варианты заданий к лабораторной работе 6 

№ Математические ожидания пяти наборов  

нормально распределенных случайных векторов 

1. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       
     

, 4 5

0 0
,

1 2
M M

   
    
   

. 

2. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       

     
, 4 5

2 3
,

0 1
M M

   
    
   

. 
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№ Математические ожидания пяти наборов  

нормально распределенных случайных векторов 

3. 

1 2 3

0 1 1
, ,

0 1 1
M M M

      
       

     
, 4 5

1 1
,

1 1
M M

   
    

   
. 

4. 

1 2 3

0 1 1
, ,

0 1 1
M M M

     
       

      
, 4 5

0 0
,

1 2
M M

   
    
   

. 

5. 

1 2 3

1 0 1
, ,

1 1 1
M M M

     
       

     
, 4 5

1 1
,

2 2
M M

   
    

    
. 

6. 

1 2 3

1 1 1
, ,

1 0 1
M M M

     
       

     
, 4 5

2 2
,

1 1
M M

    
    

   
. 

7. 

1 2 3

1 0 1
, ,

1 1 1
M M M

      
       

     
, 4 5

0 1
,

1 0
M M

   
    

   
. 

8. 
1 2 3

0 1 1
, ,

1 1 1
M M M

     
       

      
, 4 5

0 0
,

2 3
M M

   
    

    
. 

9. 
1 2 3

0 1 2
, ,

1 1 1
M M M

     
       

     
, 4 5

1 1
,

0 0
M M

   
    
   

. 

10. 
1 2 3

0 1 2
, ,

1 1 1
M M M

     
       

     
, 4 5

0 1
,

0 1
M M

   
    
   

. 

11. 
1 2 3

1 1 1
, ,

0 1 2
M M M

     
       

     
, 4 5

2 2
,

1 1
M M

   
    

   
. 

12. 
1 2 3

1 1 1
, ,

0 1 2
M M M

     
       

     
, 4 5

1 1
,

1 2
M M

   
    

   
. 

13. 
1 2 3

1 0 2
, ,

1 1 1
M M M

     
       

      
, 4 5

1 1
,

2 0
M M

   
    

   
. 

14. 
1 2 3

1 1 1
, ,

0 1 2
M M M

      
       

     
, 4 5

1 0
,

1 0
M M

   
    

   
. 
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ЗАКЛЮЧЕНИЕ 

Настоящее издание является сборником методических указа-

ний к лабораторным работам по статистической теории распозна-

вания образов, для каждой из которых приводятся описание теоре-

тических основ, задание и список контрольных вопросов. 

Издание покрывает вопросы построения и использования 

ставших классическими методов и алгоритмов статистической 

теории распознавания образов. В частности:  

– методы оптимальной классификации (классификатор Байе-

са, минимаксный классификатор и классификатор Неймана-

Пирсона); 

– методы построения и настройки линейных классификаторов 

и классификаторов, основанных на оценивании плотностей веро-

ятностей;  

– методы автоматической классификации – кластеризации и 

таксономии. 

Заключительная часть издания посвящена вопросам установки 

Python и иного программного обеспечения, необходимого для его 

установки, конфигурирования и использования при выполнении 

этого издания. 

Важно отметить, что данный практику посвящен основным 

(статистическим) методам машинного обучения и распознавания 

образов, которые стали к настоящему времени уже классическими 

и реализованы в рамках библиотеки машинного обучения scikit-

learn. Поэтому многие вопросы современного машинного обуче-

ния, в частности, нейронные сети и глубокое обучение остались за 

рамками рассмотренного материала. 
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